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Introducere 

Cercetările clinice şi cele statistice au confirmat că melanomul este cea mai periculoasă 

formă de manifestare a cancerului de piele care evoluează rapid provocând, la nivel mondial, în 

rândul populației, o mortalitatea ridicată. Ca urmare a incidenței crescute a melanomului, se 

impune dezvoltarea unor abordări noi care să diferențieze precis și corect leziunile cutanate. 

Tema propusă prin această teză de doctorat este una de un real interes deoarece 

aplicațiile SelfChecker pentru analiza leziunilor cutanate oferă o abordare tehnologică modernă 

pentru a ajuta oamenii cu leziuni cutanate suspecte să decidă dacă trebuie să caute asistență 

medicală suplimentară. 

Prezenta teză de doctorat vizează dezvoltarea unui sistem expert ,,Skin Lesions” pentru 

analiza leziunilor cutanate prin intermediul imaginilor digitate. În vederea atingerii scopului tezei 

de doctorat, au fost parcurse următoarele etape: 

- analiza literaturii de specialitate privind utilizarea metodelor de procesare și interpretare 

automată a informației din imaginile dermatoscopice digitale; 

- achiziția  imaginilor leziunilor cutanate realizată cu un dispozitiv mobil  capabil să genereze la 

ieșirea acestuia o imagine digitală; 

- selecția și descrierea caracteristicilor folosite pentru investigarea informației utile conținută în 

imagini; 

- preprocesarea imaginilor digitale bazată pe algoritmi de îmbunătățire, îndepărtarea 

artefactelor și extragerea zonelor de interes bazată pe algoritmi de filtrare liniari, neliniari, 

wavelets sau transformări Fourier; 

- segmentarea imaginilor; 

- operațiile de descriere, recunoaștere, selecție și clasificare ale caracteristicilor obiectelor 

extrase în procesul de segmentare; 

- analiza datelor experimentale și interpretarea operațiilor enumerate realizate cu diferite 

metrici de calitate sau cu metode statistice avansate;  

- implementarea de metode inovative de diagnoză bazate pe clustere de culoare; 

- securizarea imaginilor digitale; 

- implementarea sistemului expert ,,Skin Lesions” ca aplicație de îngrijire a sănătății pentru 

telefon mobil ce identifică dacă o leziune cutanată poate fi un motiv de îngrijorare și afișează 

o alertă. 

În cadrul acestei lucrări, am analizat literatura de specialitate privind procesarea și 

evaluarea imaginilor dermatoscopice digitale și am dezvoltat metode originale de procesare care 

au fost utilizate la crearea sistemului expert ,,Skin Lesions”.  

1. Motivația alegerii temei de cercetare 

Având în vedere că dispozitivele mobile sunt folosite de miliarde de oameni din toată 

lumea și sunt echipate cu senzori de imagine de înaltă rezoluție și procesoare puternice este 

posibilă proiectarea de noi sisteme expert. Funcțiile dispozitivelor mobile combinate cu algoritmi 

avansați de procesare a imaginilor digitale, pot oferi soluții de monitorizare a sănătății și de 

urmărire a evoluției anumitor parametri.  

Sistemul expert ,,Skin Lesions” realizat utilizează algoritmi proprii, care pot fi utilizați şi în 

scopuri educaţionale, ca o oportunitate e-Learning pentru studenți. Consider că rezultatele 

științifice obținute constituie puncte de reper, pentru viitoarele cercetări din domeniul medical și 

domeniul  industrial. La sfârșitul celor 5 ani de studiu am implementat un sistem expert de 

evaluare obiectivă a caracteristicilor leziunilor cutanate. 
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2. Importanța cercetării 

Plecând de la tema tezei de doctorat am propus o serie de algoritmi originali a căror 

eficiență în diferențierea leziunilor cutanate a fost validată experimental. Pentru aceasta, pe 

parcursul realizării tezei științifice, am urmat pas cu pas întregul proces privind procesarea 

imaginilor dermatoscopice digitale. Am avut în vedere și faptul că funcțiile unui telefon mobil 

combinate cu algoritmi avansați de procesare a imaginilor digitale, oferă soluții de monitorizare a 

și de urmărire a evoluției anumitor parametri a leziunilor cutanate. Astfel au fost dezvoltați și 

implementați în sistemul expert propus algoritmi eficienți pentru: 

- analiza melanoamelor și nevilor cu ajutorul caracteristicilor geometrice și a caracteristicilor de 

ordinul I; 

- influența spațiului de culoare asupra clasificării leziunilor cutanate folosind caracteristicile 

acestora care pot furniza informații utile despre structura acestora; 

- selectarea caracteristicilor relevante din imaginile în vederea clasificărilor nevilor vs. 

melanoame; 

- analiza histogramei în vederea investigării și clasificării leziunilor cutanate; 

- clasificarea leziunilor cutanate cu ajutorul algoritmului k-NN și pe baza dimensiunilor fractale 

2D; 

- determinarea contururilor leziunilor; 

- realizarea și implementarea sistemului expert ,,Skin Lesions”. 

Pentru prelucrarea imaginilor digitale și pentru obținerea rezultatelor experimentale am 

utilizat mediul Matlab 2017a cu librăriile: Graphical User Interface, Image Processing Toolbox, 

Wavelets, nntool. Pentru analiza parametrii caracteristici am utilizat pachetul software statistic 

MedCalc conceput pentru pentru aplicații statistice în medicina de laborator. Pentru realizarea 

sistemului expert ,,Skin Lesions” am ales platforma Android deoarece este un sistem de operare 

foarte popular. Prin publicarea de articole și prin prezentări în cadrul conferințelor științifice de 

specialitate a rezultatelor obținute în perioada cercetării doctorale, am validat datele 

experimentale obținute. 

3. Obiectivele tezei 

 Scopul cercetării este dezvoltarea unei aplicații SelfChecker orientată spre pacient 

pentru analiza leziunilor cutanate din imaginile digitale utilizând dispozitive mobile. 

 Obiectivul general al tezei este realizarea unui sistem expert ,,Skin Lesions” de analiză 

automată a imaginilor achiziționate cu un dispozitiv mobil care să afişeze o alertă dacă o leziune 

cutanată poate fi un motiv de îngrijorare. 

În conformitate cu obiectivul general al tezei de doctorat „INSTRUMENTE MODERNE DE 

DEPISTARE A MELANOMULUI CUTANAT - Aplicaţie SelfChecker pentru analiza nevilor și 

melanoamelor prin intermediul imaginilor digitale” şi a referatelor ştiinţifice susţinute în perioada 

stagiului de pregătire, au fost propuse și atinse următoarele obiective specifice: 

- îmbunătățirea tehnicilor de detectare și clasificare a melanomului; 

- utilizarea dispozitivelor mobile în sistemele medicale și dezvoltarea diagnosticului asistat de 

computer (CAD); 

- îmbunătățirea metodelor de procesare a imaginii pentru extragerea caracteristicilor 

melanomului. 
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 4. Diseminarea rezultatelor cercetării 

Rezultatele obţinute în urma cercetărilor din cadrul stagiului doctoral s-au materializat în 

13 de lucrări științifice (indexate în bazele de date ISI Web of Knowledge (Clarivate) și Scopus, 

IEEE Xplore și BDI/B+ indexate in baza de date EBSCO). Dintre acestea 2 lucrări au fost publicate 

în reviste cotate ISI, 3 lucrări au fost publicate în volume ISI Proceedings, 3 lucrări au fost 

publicate în volume ale conferințelor internaționale și 3 lucrări au fost publicate în reviste cotate 

BDI.  

Gradul de noutate a prezentei tezei de doctorat constă în modul de abordare evolutiv, 

procesual, ce are la bază cele mai noi informații, fundamente teoretice, principii și metode ce 

susțin procesul de analiză a leziunilor cutanate. Metodele propusă în capitolele 3, 4 și 5 pot fi 

apreciate ca metode noi de diferențiere a leziunilor cutanate, ca de altfel și sistemul expert 

materializat prin aplicația ,,Skin Lesions”. Problematica tezei a fost structurată astfel încât 

noutatea științifică obținută în urma procesului de cercetare și valoarea practică a lucrării se 

evidențiază în mai multe elemente prezentate în capitolul final. 
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Capitolul 1 

Stadiul actual al cercetării privind metodele de caracterizare 

microstructurală şi morfologică a imaginilor dermatoscopice digitale 
 

Scopul acestui capitol: analiza literaturii științifice privind metodele de caracterizare 

microstructurală şi morfologică a imaginilor dermatoscopice digitale. 

Aportul adus, plecând de la studierea algoritmilor raportați în diferite lucrări științifice de 

specialitate, s-a concretizat prin realizarea de algoritmi proprii care pot diferenția rapid și eficient 

leziunile cutanate ce au fost implementați în sistemul expert ,,Skin Lesions”.   

Sinteza acestui capitol este alcătuit din prezentarea teoretică a următoarelor: 

- Analiza statisticilor privind evoluția melanoamelor ce arată că melanomul este unul dintre cele 

mai periculoase tipuri de cancer de piele în ceea ce privește rata de deces. Probabilitatea 

decesului crește atunci când leziunea cutanată este diagnosticată cu întârziere. 

Pentru dezvoltarea sistemului expert propus un pas important este recunoașterea 

leziunilor cutanate având la dispoziție seturi de date dedicate disponibile online și gratuite, cum 

ar fi: MedNode, arhiva ISIC, Ph2, 7-POINT. Sunt și seturi de date plătite ca Dermofit, atlasul 

interactiv de dermatoscopie. 

În literatura științifică sunt adoptate metode de examinare care includ tehnici fiabile și 

standardizate ce permit îmbunătățirea ratei de detecție timpurie a melanomului. Aceste metode 

susțin procesul de autoexaminare a leziunilor cutanate: analiza structurală [36], metoda ABCDE 

[37], lista de verificare cu 7 puncte [38], sau metodele Menzies [39], CASH [40], Chaos and Clues 

[41] și BLINCK [42].  

- Pentru implementarea sistemului expert propus am ales metoda ABCD deoarece aceasta este 

compatibilă cu implementarea informatică a, aplicației SelfChecker în mediul de programare 

Matlab. În acest sens, sunt evaluate caracteristicile leziunilor cutanate care ne ajută să dezvoltăm 

sisteme de sprijin capabile să semnaleze gravitatea situației și să ne determine să consultăm un 

medic specialist. 

- Acronimul ABCD se referă la patru parametri: asimetrie, neregularitatea conturului (granița), 

variația culorii și diametru leziunii cutanate mai mare de 6 mm. Acești parametri oferă mijloace 

simple pentru evaluarea leziunilor cutanate. 

- Cercetările analizate în domeniul procesării imaginilor arată că domeniul are nevoie în 

continuare de idei novatoare, atât în ceea ce privește soluțiile software de prelucrate ale imaginilor 

dar și cele hardware care să achiziționeze imagini dermatoscopice digitale fără defecte, artefacte 

sau zgomot. 

- Aplicațiile pentru telefoane mobile pentru diagnosticarea precoce a  melanoamelor au o structură 

grafică prietenoasă și sunt ușor de utilizat  pentru a veni în sprijinul persoanele cu leziuni cutanate 

în decizia de a solicita sau nu asistență medicală suplimentară: aplicația DermLite [116], aplicația 

Skin Cancer App - MySkinPal - Map your skin moles [118], aplicația MoleScope [119], 

aplicația ApreSkin you [120], aplicația Derma Analytics, aplicația Miiskin [122], aplicația „APD 

Skin Monitoring” [123], aplicația SkinVision [124], aplicația ,,SkinMD“ [127], aplicația ,,eSkin” 

[112], etc. 

- Metoda de prag a imaginii Otsu [85] se bazează pe maximizarea varianței imaginii fiind o metodă 

frecvent utilizată pentru segmentarea leziunilor cutanate. În toate tehnicile de prag fix, este 

selectată o valoare cutoff pe baza căreia imaginea este convertită de la scara gri la binară.  

- Clasificarea leziunilor cutanate la implementarea sistemului expert ,,Skin Lesions” se face 

utilizând  scorul total al dermoscopiei – TDS. 



Ing. Felicia-Anișoara MICHIȘ (DAMIAN) 
INSTRUMENTE MODERNE DE DEPISTARE A MELANOMULUI CUTANAT –  
Aplicaţie SelfChecker pentru analiza nevilor și melanoamelor prin intermediul imaginilor digitale  

Metode și modele matematice utilizate în  
analiza imaginilor dermatoscopice digitale  

2 
 

Capitolul 2 

Metode și modele matematice utilizate în analiza imaginilor 

dermatoscopice digitale 
 

Analiza imaginilor se poate realiza cu metode și modele matematice care au rolul de a 

simplifica imaginea, pornind de la structuri complexe, în elemente simple. Metodele și modelele 

matematice corelează obiectele de interes din imagini cu forme geometrice regulate sau 

neregulate.  

Sinteza acestui capitol este acătuită din prezentarea teoretică a principiilor și descrierile 

matematice ale anumitor metode și modele de procesare a imaginilor dermatoscopice digitale, 

descrieri ale metodelor de segmentare bazate pe contururi, histogramă și regiuni, metode de 

clusterizare dar și metode de validare a datelor. 

 

2.1 Metode de procesare a imaginilor dermatoscopice digitale  

Caracteristicile utilizate cu succes în evidențierea informației din imaginile medicale sunt: 

- caracteristici geometrice precum asimetria, compacitatea, circularitatea, excentricitatea; 

- caracteristici de culoare; 

- caracteristici de ordinul întâi precum skewness, kurtosis. 

 

2.2 Metode de segmentare 

Având în vedere că un pas important în analiza imaginilor este evidențierea anumitor 

obiecte sau regiuni de interes (ROI) din imagine se utilizează metode de segmentare a zonelor 

de interes prin determinarea frontierelor obiectelor analizate. Astfel se poate utiliza: 

 

2.2.1 Segmentarea bazată pe operatori morfologici 

Principiul operatorilor morfologici folosiți pentru extragerea contururilor se bazează pe 

măsurarea diferențelor dintre valorile extreme (minim și maxim) ale vecinătății punctului curent; 

dacă diferența dintre aceste valori este suficient de mare înseamnă că punctul curent este un 

punct de contur, aflându-se într-o zona de tranziție a valorilor pixelilor.  

 

2.2.2 Segmentarea bazată pe histogramă 

Parcurgerea histogramei pixel cu pixel impune un control al nivelurilor de gri astfel încât 

funcția histogramă, ce este o funcție de probabilitate, va îndeplini condiția [162]:  
1

0
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i
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  (2.62) 

unde L este numărul de niveluri de gri ale unei imagini. 

Histograma de culoare este o metodă de descriere a conținutului de culoare al unei imagini și 

cuantifică numărul de apariții al fiecărei culori dintr-o imagine [163]. Pentru o imagine RGB dată, 

fie L nivelurile de intensitate din intervalul [0, 1, 2,…, L-1]. Distribuția probabilității poate fi definită 

ca: 
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(2.63) 

unde i este un nivel specific de intensitate în intervalul {0 1}i L    pentru componenta de culoare 

{ , , }C R G B , N  este numărul total de pixeli din imagine și c
ih  este numărul de pixeli pentru 

nivelul de intensitate i din componenta C [164].  
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2.3 Algoritmi de clusterizare 

Clusterizarea imagininilor folosește algoritmi de clasificare care grupează pixelii similari 

din imagine în  clustere [167]. Împărțirea pixelilor în clustere se bazează pe principiul minimizării 

similitudinii intra-cluster și maximizării diferențelor dintre clase [168].  

 

2.3.1 Metoda K-means 

Metoda K-means [172] presupune gruparea obiectelor dintr-un set  de  date  în  mai  multe  

clustere, fiecare cluster conținând un  set de obiecte dintr-o anumită categorie.  

 

2.3.2 Metoda Fuzzy C-means 

Metoda Fuzzy C-means [173] este o tehnică de clusterizare care permite unui element 

din setul de date să aparțină, cu un anumit grad de apartenență, uneia sau mai multor grupe. În 

analiza non-fuzzy, sau hard clustering, informația este divizată în clustere unde fiecare entitate 

aparține unui singur cluster [174]. Asocierea unui obiect cu un cluster se face cu ajutorul gradelor 

de apartenență: 

 

2.4 Metode de validare a modelele propuse 

Validarea metodei propuse este o etapă obligatorie în analiza imaginilor. Acesta constă 

în verificarea acurateței metodei și se poate realiza folosind diferite metode:  

 

2.4.1 Curba ROC (Receiver Operating Characteristics) 

Curba ROC [175] este o curbă bidimensională care  reprezintă graficul sensibilității (pe 

axa Ox) vs. rata fals pozitivilor (axa Oy), respectiv specificitatea, unde:  

Sensibilitatea = TP/(TP+FN),  

Specificitatea = TN /(TN+FP),  

TP – Predicție pozitivă, răspuns pozitiv, TN – Predicție negativă, răspuns negativ, FP – Predicție 

pozitivă, răspuns negativ, FN – predicție negativă, răspuns pozitiv. Curba ROC este un test util 

care verifică cu ajutorul ariei de sub curba (AUC) cât de eficientă este o caracteristică (cu cât aria 

de sub curbă este mai mare cu atât testul are o acuratețe mai mare, o arie de 1 reprezintă o 

caracteristică perfectă iar dacă AUC < 0.6 caracteristica devine irelevantă) [176].  

O altă interpretare statistică a curbei ROC care permite determinarea punctului maxim de 

cut-off este Indicele Youden (J) care este definit ca [177]: 

J = maxim (Sensibilitate + Specificitate -1). 

Valorile J inferioare indică faptul că, caracteristica analizată nu are nicio relevanță pentru studiul 

propus [178]. 

 

2.4.2 Metoda validării încrucișate (CV). 

Algoritmul de evaluarea a datelor prin metoda validării încrucişate presupune existenta a 

n seturi de date structurate astfel,  n – 1 seturi sunt folosite pentru antrenare și al n-lea set pentru 

testare. Algoritmul se repetă de k ori, (de obicei, k = 10). La fiecare pas, se evaluează efectul 

adăugării sau eliminării unui element relevant pentru clasificare. Când această operație nu mai 

produce nici o îmbunătățire a rezultatelor atunci algoritmul se oprește [179]. 

2.4.3 Indexul de dispersie (ID) 

 Această metodă cuantifică dacă un set de date este grupat sau dispersat în comparație cu un 

model statistic standard: 

Dacă ID = 0 pentru datele respective nu există dispersie, dacă ID∈ (0,1) datele sunt sub-

dispersate iar dacă ID > 1 datele sunt dispersate.  
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Indexul de dispersie se calculează după formula [180]: 

2

ID



  (2.89) 

2.5 Instrumente pentru clasificarea leziunilor cutanate 

Sistemele de clasificare CAD necesită algoritmi dedicati de procesare a imaginii pentru a 

oferi descrieri matematice ale leziunilor cutanate suspecte.  

2.5.1 Rețelele neuronale artificiale (ANN) 

Rețelele neuronale artificiale constau dintr-un set de noduri legate care colaborează 

pentru a rezolva probleme. ANN constau dintr-un nivel de intrare, un nivel de ieșire și un nivel 

ascuns. Nodurile de intrare preiau informații sub formă numerică. Informațiile sunt prezentate ca 

valori de activare, unde fiecărui nod i se atribuie un număr, astfel încât, cu cât este mai mare 

numărul, cu atât este mai mare activarea. În cazul unei rețele de tip feed-forward, informațiile sunt 

transmise înainte în întreaga rețea  [182]. Valoarea de activare este transmisă de la nod la nod, 

dar ponderată într-un anumit mod. Valorile de activare sunt revizuite la fiecare nod. Activarea 

circulă prin rețea, prin niveluri ascunse, până ajunge la nodurile de ieșire. Diferența dintre 

valoarea prezisă și valoarea reală (eroare) va fi propagată înapoi în întreaga rețea. Funcția de 

transfer convertește semnalele de intrare în semnale de ieșire, se folosește funcția de transfer 

sigmoid [183]. Fiecare rețea de formare este o pereche de formă { ,X Y }, unde X  este un vector 

care cuprinde valorile datelor de intrare și Y  este un vector al valorilor țintă (valorile dorite). 

Pentru a evalua performanța metodei propuse, sunt calculate din matricea de confuzie 

următoarele metrici [184]. 
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(2.95) 

unde TP este adevărat pozitiv, FP fals pozitiv, TN negativ adevărat și FN fals negativ. 

Cea mai simplă și totuși cea mai frecvent utilizată funcție de eroare, al cărei scop este de 

a estima performanța rețelelor neuronale este eroarea pătrată medie (MSE) [185].   

2
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(2.96) 

 

unde n este numărul de variabile, Y este vectorul variabilelor 

 

2.5.2 Clasificatorul de tip rețea neuronală cu funcție de bază radială (RBFNN) 

Rețeaua neuronală RBF este o arhitectură de rețea neuronală de tip feed forward cu trei 

straturi. Fiecare nod ascuns pune în acțiune o funcție de activare neliniară, care este o funcție 

https://www.sciencedirect.com/topics/computer-science/image-processing-algorithm
https://www.sciencedirect.com/topics/engineering/mathematical-description
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radial simetrică. Funcția de bază radială este centrată pe un vector din spațiul de caracteristici și 

răspunsul său variază monoton cu distanța de la punctul central. RBFNN poate fi formulat ca 

minimizarea funcției MSE. Un punct critic pentru implementarea unei rețele RBF constă în 

stabilirea centrelor RBF și determinarea ponderilor. Odată ce centrele RBF și neliniaritățile din 

stratul ascuns sunt determinate, ponderile sunt calculate pe baza regresiei liniare a ieșirilor 

stratului ascuns la ieșirile dorite sau valorile țintă. Clasificatorul RBFNN este antrenat și validat 

folosind validarea încrucișată pentru a consolida capacitățile modelului predictiv [188]. Această 

abordare separă seturile de date în grupuri de instruire și testare și evită supraadaptarea netă. 

 
Figura 2.4 Structura unui clasificator RBFNN [187] 

 

    2.5.3 Clasificatorul kNN cu validare încrucișată  

kNN este un algoritm de învățare automată care presupune că eșantioanele fiecărui grup 

sunt predominant înconjurate de eșantioane din același grup [189]. Etapa de antrenament 

păstrează caracteristicile și eticheta de clasă a mostrelor de antrenament. Apoi, kNN clasifică noi 

instanțe pe baza unei operații de similaritate. Distanța euclidiană este cea mai frecvent utilizată 

măsură de similitudine. Când este disponibil doar un set de date mic, tehnica de validare 

încrucișată este o soluție alternativă la tehnica de augmentare. În plus, costul de eșantionare este 

scăzut. kNN-CV cu un algoritm de validare încrucișată de 5 ori utilizează un subset de date pentru 

validare, dar încă folosește toate datele pentru faza de testare. Datele de intrare sunt împărțite în 

cinci subseturi. Algoritmul este antrenat pe patru subseturi și testat pe un singur subset de date. 

Apoi, acest proces este repetat iterativ până când fiecare subset de date devine un subset de 

testare și toate datele sunt evaluate. Complexitatea timpului de antrenament este O(d × n × logn), 

unde numărul de eșantioane din setul de date de antrenament este notat generic cu n și 

dimensionalitatea datelor cu d. Complexitatea este medie. Pentru validarea încrucișată de 5 ori 

kNN, repetăm calculele și creștem complexitatea timpului. Acest timp de calcul relativ mai mare 

ar putea fi interpretat ca o limitare a algoritmului kNN-CV. Totuși, acest dezavantaj este 

compensat de reducerea influenței supraadaptării. Mai mult, estimare corectă a erorii de test este 

principalul său avantaj. De asemenea, oferă un nivel bun de precizie pentru model [189]. 

 

2.5.4 Algoritmul de clasificare Random Forest (RF) 

RF este un algoritm ce creează arbori de decizie pe seturi de date și apoi se obține 

predicția pentru fiecare dintre ele și în final selectează cea mai bună soluție [190]. 
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Breiman [191] a descris matematic RF ca fiind un clasificator bazat pe o familie de 

clasificatori 
1 kh(x |Θ ),...,h(x | Θ )  bazat pe un arbore de clasificare cu parametri 

kΘ ales aleatoriu 

dintr-un vector aleator model   

Pentru clasamentul final ( )f x  (care combină clasificatoarele { ( )}kh x ), fiecare copac 

votează pentru cea mai populară clasă la intrare ,x  iar clasa cu cele mai multe voturi câștigă. 

Date specifice 
1{( , )}n

i i iD x y  : antrenăm a familie de clasificatori ( )kh x . 

Fiecare clasificator ( ) ( | )k kh x h x   este în cazul nostru un predictor n, 1y   = rezultatul 

asociat cu intrarea x . 

Modelul Random Forest este utilizat în problemele de învățare automată cu scopul de a 

determina importanța caracteristicilor de intrare. 
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Capitolul 3 

Contribuții personale privind extragerea și selectarea caracteristicilor 

relevante specifice leziunilor cutanate 
 

Obiectivul acestui capitol s-a axat pe ideea de a evidenția acele caracteristicile relevante 

extrase din imaginile leziunilor cutanate ce au capacitate crescută de a le diferenția și clasifica 

prin implementarea unor algoritmi specifici. Pentru îndeplinirea acestui deziderat s-au prezentat 

și discutat rezultatele furnizate de metode noi de procesare. 

 

3.1 Analizarea leziunilor cutanate cu caracteristici semnificative 

Astfel, am realizat un studiu unde am utilizat un set de caracteristici precum: asimetria, 

skewness, kurtosis, compacitatea, circularitatea, excentricitatea [193]. Abordările matematice ale 

metodelor și caracteristicilor sunt prezentate în capitolul 2. Studiul conține două etape importante: 

- Segmentarea imaginilor cu o metoda clasică de binarizare; 

- Extragerea caracteristicilor de ordinul I și cele geometrice.  

În acest studiu, segmentarea imaginilor a fost realizată cu metoda de segmentare Otsu. 

 
Figura 3.5 Algoritmul propus 

 

Inițial, s-a format vectorul de caracteristici V1 = {AI, S, K, COMP,CIRC, E} (tabelul 3.1). 

Pentru fiecare caracteristică s-a calculat ID. Pe baza valorilor obținute pentru ID și, în concordanță 

cu pragurile statistice stabilite de acesta, din vectorul V1 au fost eliminate acele caracteristici care 

au avut grad mare de dispersie (ID > 1) și se păstrează cele cu un grad mai mic de dispesie ID < 

1. Astfel, s-a  obținut un al 2-lea vector de caractersitici validat de ID și notat cu V2 = {AI, S, E} 

(tabelul 3.2). Stabilitatea caracteristicilor care formează vectorul V2, s-a determinat folosind aria 

de sub curba (AUC). Rezultatul analizei permite construirea unui al treilea vector V3 = {IA, E} 

format din caracteristicile pentru care care AUC > 0.6. 
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Tabelul 3.1 Valorile ID specifice  caracteristicilor analizate 

Imagine 
originală 

AI S K Comp Circ E 

Nev 0.0109 0.178 5.461 24.947 15.559 0.079 

Melanom 0.091 0.307 8.467 4.308 19.148 0.080 
 

Tabelul 3.2 AUC și J calculate pentru carateristicile din V2 

 AUC/leziune cutanată AI S E 

 AUC/nev 0.994 0.547 0.625 

 J/nev 0.969 0.3582 0.615 

 AUC/ melanom 0.949 0.532 0.761 

 J/ melanom 0.897 0.3831 0.666 

 

Valorile AUC indică faptul că doar caracteristicile IA și E îndeplinesc condiția de stabilitate 

AUC > 0.6. Caracteristica S este exclusă. Pragurile care s-au asociat cu cei mai buni indici 

Youden sunt prezentate în tabelul 3.3 și figura 3.6. In studiul propus, J a fost folosit pentru 

interpretarea caracteristicile din V2. Cum doar IA si E sunt stabile, am analizat indicii J corelați cu 

acestea.  

Din analiza datelor observăm J = 0,969 pentru AI și J = 0,615 pentru E (pentru nev), J = 

0,889 pentru AI și J = 0,666 pentru E (pentru melanom). Cum ambele valori sunt mai apropiate 

de 1 decât de 0 recurgem la validarea acestora prin metoda metoda K-fold de validare încrucișată 

(CV).    

 

 

 
 

(a) (b) (c) 

  

 

(d) (e) (f) 

Figura 3.6 Curbele ROC. (a) AI nev; (b) S nev; (c) E nev; (d) AI melanom; (e) S 

melanom; (f) E melanom. 
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CV estimează procentul erorilor de clasificare al valorilor caracteristicilor din V3 după 10 

repetări ale algoritmului, pe cele doua seturi de date, de antrenare si de testare. Figura 3.7 

prezintă evoluția CV-erorilor în funcție de numărul de repetiții. Constatăm că eroarea CV este 

cupinsă între 0.89 și 2.3 pentru caracteristica E și 0.68 și 3 pentru caracteristica IA.  

 
             Figura 3.7 Evoluția eroare CV pentru E și AI. 

 

În final, caracteristica AI este selectată ca fiind cea mai relevantă în diferențierea leziunilor 

cutanate, pentru aceasta înregistrându-se un minim de 0.68.  Mai mult, caracteristica IA are J = 

0.89 pentru nevi și J = 0.96 pentru melanom. 

 

3.2 Studiul asimetriei leziunilor cutanate utilizând rețelele neuronale artificiale 

 Având în vedere că, asimetria este caracteristica cea mai relevantă în diferențierea 

nevilor de melanom am realizat un studiu cu scopul de a calcula asimetria folosind două metode 

determinarea asimetriei prin proiecția imaginii pe axele principale (GAF) și din proiecții ale 

histogramei (AHP)  ce au avut ca input imaginile dermoscopice din două baze de date: MED-

NODE și PH2. Imaginile RGB au fost binarizate cu metoda Otsu (figura 3.8). Output-ul algoritmilor 

îl reprezintă valorile asimetriei prin cele două metode. 

 
Figura 3.8 Algoritmi pentru calculul asimetriei.  

 

Valorile obținute pentru caracteristica asimetrie, calculate folosind ambele metodele, au 

fost împărțite în 70%  date instruire, 15%, date de testare și 15% date de validare. Tipul de rețea 
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selectat pentru instruire a fost propagarea înapoi feed-forward backpropagation. Algoritmul de 

propagare înapoi Levenberg-Marquardt (LMBP) este utilizat la instruirea rețelei. Funcția de 

antrenament actualizează valorile de comparare în conformitate cu optimizarea Levenberg-

Marquardt. Funcția de învățare utilizată a fost Learngdm. După crearea rețelei, următorul pas 

este de a instrui reţeaua. S-a dezvoltat o ANN cu două straturi (figura 3.11): un strat ascuns și un 

strat de ieșire, pentru o transmitere bidirecțională și 10 neuroni în stratul ascuns care utilizează 

procedura de gradient conjugat scalat pentru antrenament. Această rețea neuronală este folosită 

pentru a clasificarea leziunilor cutanate. Termenul „feed-forward backpropagation” indică o 

activare înaintea fluxului  de intrări și propagarea erorii înapoi a valorilor de comparare. Ca date 

de intrare, folosește asimetria GAF calculată pentru nevi și melanoame din baza de date MED-

NODE. Ca date de ieșire folosește asimetria AHP calculată pentru nevi din MED-NODE. 

ANN a fost creată în Matlab cu scopul de a efectua următoarele operații: 

- Importarea datelor de intrare și ieșire în app-ul ANN din mediul Matlab; 

- Crearea rețelei; 

- Stabilirea procentelor din datele folosite la instruire, validare și testare. 

- Calcularea valorilor statistice R și MSE. 

 

Tabelul 3.3 Caracteristicile retelei construite 

 Caracteristica Denumire 

 Funcția de antrenament LMB 

 Funcția de învățare Learngdm 

 Eroarea medie pătrată, coeficientul de regresie MSE, R 

 Numărul de straturi 1 

 Numărul de neuroni pe stratul ascuns 8,10,12,14 

 

Tabelul 3.4  Date de intrare si date de ieșire 

 Variante 

antrenare 

Antrenarea retelei 

 Date de intrare /Tipul leziunii/baza de 

date/algoritm 

Date de ieșire/Tipul 

leziunii/baza de 

date/algoritm 

 V1 Nev/MED-

NODE/GAF 

Melanom/ MED-

NODE/GAF 

Melanom/ MED-

NODE/AHP 

 V2 Nev/MED-

NODE/GAF 

Melanom/ MED-

NODE/GAF 

Nev/ MED- NODE 

/AHP 

 V3 Nev/ PH2/GAF Melanom/ PH2 /GAF Melanom/ PH2 /AHP 

 V4 Nev/ PH2 /GAF Melanom/ PH2 /GAF Nev/ PH2 /AHP 

 

După antrenare s-a recurs la validarea datelor cu diferitele arhitecturi ale rețele obținute 

modificând numărul de neuroni din stratul ascuns la valorile 8,10,12 si 14.  In tabelul 3.5 se 

prezintă scorul de clasificare corecta (R și MSE) în funcție de numărul de neuroni de pe stratul 

ascuns. Antrenarea rețelei se oprește automat atunci când se obține o creștere a erorii medie 

pătratică (MSE) a probelor de validare. Eroarea medie pătratică (MSE) este diferența medie 

pătrată între ieșiri și rezultatele dorite. Valorile cele mai mici ale MSE sunt cele urmărite. Analiza 

de regresie R este efectuată pentru a măsura corelația dintre rezultate și rezultatele dorite. R 

apropiat de 1 indică o bună corelație. În Tabelul 3.5 se observă  că opțiunile de antrenament V1 

și V3 propuse sunt robuste pentru scopurile noastre. Modelul V1 are MSE mai mic, pentru 8 

neuroni ascunși și este considerat modelul predictiv optim pentru baza de date MED-NODE. V3 

modelul are un MSE mai mic pentru o structură cu 12 ascunse neuroni și este, de asemenea, 
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considerat un model predictiv optim pentru baza de date PH2. Modelele V2 și V4 sunt eliminate 

din analiza noastră. 

 

Tabelul 3.5 Valorile MSE și R 

 Baza de 

date 
Model 

Număr de 

neuroni 
MSE 

R 

 

MED-

NODE 

V1 

8 0.003 0.89 

 10 0.005 0.84 

 12 0.004 0.86 

 14 0.025 0.27 

 

V2 

8 0.008 0.61 

 10 0.006 0.79 

 12 0.005 0.48 

 14 0.004 0.36 

 

PH2 

V3 

8 0.198 0.38 

 10 0.022 0.62 

 12 0.021 0.83 

 14 0.037 0.69 

 

V4 

8 0.030 0.52 

 10 0.085 0.46 

 12 0.069 0.34 

 14 0.042 0.43 

 

Performanța finală a ANN în funcție de datele de instruirie, validare și testare este afișată 

in figura 3.12. Aceasta prezintă interpretarea erorii medii pătratice (MSE) în funcție de numărul 

de epoci, pentru cele două variante pentru care MSE este minim și anume V1 și V3 . În general, 

MSE se reduce după mai multe epoci de antrenare, dar ar putea începe să crească pe setul de 

date de validare pe măsură ce rețeaua începe să potrivească date de validare cu cele de 

antrenare. 

 

 
 

Figura 3.12 Cea mai bună performanță a modelului ANN în funcție de variația valorilor MSE 

conform numărului de epoci (iterații). (a) V1; (b) V3. 

Cea mai bună performanță a fost obținută la epoca a 10-a pentru V1 și la epoca a 9-a 

pentru V3. Valorile MSE sunt 0,003 (RMSE = 0,055) pentru V1 și 0,021 pentru V3 (RMSE = 

0,445). 

În final modelul V1 este considerat modelul optim pentru care acuratețea metodei este 

determinată de cel mai mic MSE și cel mai mare R.  
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3.3 Compararea măsurilor metrice de distanță pentru diferențierea leziunilor cutanate 

Având în vedere că asimetria și diametrul pot fi calculate cu o precizie bună [181] am 

realizat un studiu privind eficacitatea implementării unor noi măsuri metrice de distanță (distanța 

euclidiană, distanța cvasi-euclidiană, distanța city-block și distanța chessboard) pentru evaluarea 

leziunilor cutanate [195]. Algoritmul propus este prezentat în figura 3.13 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Figura 3.13 Prezentarea generală a studiului 
 

Metricile geometrice sunt comparate cu distanța manuală folosind aria de sub curba 

(AUC) și pragurile care s-au asociat cu cele mai bune valori ale indicilor Youden. S-a utilizat 

procesul de comparare încrucișată pentru perechile DE-DM, DC-DM, DB-DM, DQ-DM. Curbele 

ROC, valorile AUC și valorile de prag sunt prezentate în figurile 3.14 și 3.15.  

 

  

(a) (b) 

  
(c) (d) 

               Figura 3.14 Curbele ROC pentru nev 

         (a) DC-DM; (b) DB-DM; (c) DE-DM; (d) DQ-DM.   
 

Stabilitatea valorilor metrice propuse este determinată utilizând următoarele valori de 

prag: AUC > 0,6 și indicele Youden 1J  . Toate valorile de distanță investigate utilizate pentru 

măsurarea diametrului leziunilor cutanate au avut valori AUC mai mari de 0,9. Cele mai bune 

valori AUC au fost determinate pentru metrica distanței chessboard (DC), respectiv 0,979 pentru 

nevi și 0,982 pentru melanom. Indicele Youden J este 0,8426 pentru clasa nevi și 0,875 pentru 

clasa melanom indicând o relevanță excelentă a acestei valori pentru obiectivul declarat.  
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(a) (b) 

 
 

(c) (d) 

Figura 3.15 Curbele ROC pentru melanom. 

(a) DC-DM; (b) DB-DM; (c) DE-DM; (d) DQ-DM.  
 

Valorile mai mici ale AUC au fost obținute pentru distanța euclidiană (DE) cu o valoare de 

0,909 pentru clasa nevi, și pentru distanța cvasi-euclidiană (DQ) cu o valoare de 0,929 pentru 

clasa melanomului, respectiv. În mod similar, valorile mai mici pentru J, au fost obținute pentru 

distanța city block (DB) cu 0,66661 pentru clasa nevi și 0,66767 pentru clasa melanom. 

Precizia, sensibilitatea și specificitatea sunt prezentate în tabelul 3.6. 

 

Tabelul 3.6 Sensibilitatea, specificitatea și acuratețea metricelor de distanță propuse: 
 DC-DM, DB-DM, DE-DM și DQ-DM, în cazul nevilor și melanoamelor. 

 
 DC-DM DB-DM DE-DM DQ -DM 

Sensibilitate 
(%) 

 nev 92.96 69.74 80.82 83.33 

 melanom 87.50 
87.34 95.83 92.83 

Specificitate 

(%) 
 

nev 91.30 96.87 89.55 89.71 

melanom 100.00 80.33 75.00 73.53 

Acuratețe 
(%) 

nev 92.13 83.30 85.18 86.52 

melanom 93.75 83.83 85.41 84.68 

 

Conform datelor din tabelul 3.6 în ceea ce privește sensibilitatea și specificitatea, distanța 

chessboard (DC), se observă o precizie echilibrată atât pentru nevi (92.13) cât și pentru 

melanoame (93.75). În schimb, distanta city block (DB) are valori de sensibilitate de 69,74 / 87,34 

față de specificitatea de 96,87 / 80,33 și, respectiv, valori de precizie de 83,30 / 83,83. În mod 

similar, valorile pentru distanta euclidiană (DE) prezintă valori de sensibilitate de 80,82 / 95,83 

față de specificitate de 89,55 / 75,00 și 85,18 / 85,41 de precizie, iar valorile cvasi-euclidiene (DQ) 

indică o sensibilitate de 83,33 / 92,83 față de specificitatea de 89,71 / 73,53 și, respectiv, 86,52 / 

84,68. 
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Rezultatele arată valori excelente de performanță pentru DC, având AUC de 0,997 pentru 

nevi și, respectiv de 0,982 pentru melanoame. De asemenea, J este 0,8426 pentru clasa nevilor 

și 0,875 pentru clasa melanoamelor. 

 

3.4 Selectarea caracteristicilor relevante din imaginile non-dermatoscopice în vederea 

clasificării nevilor vs. melanoame  

 

Încercând să ies din tiparele regulii ABCD, am realizat un studiu ce a vizat opt 

caracteristici, și anume indicele de asimetrie (AI), excentricitatea (E), circularitatea (CIRC), 

amplitudinea normalizată (FFT), asimetria de distribuției a culorii (Q), indicele de asimetrie a 

cadranului (ƛ), și momentele Hu invariate (F6, F7). Aceste caracteristici sunt dedicate evaluării 

asimetriei pe baza evaluării formei și a culorilor leziunilor cutanate. Am urmărit să stabilesc 

potențialul lor în diferențierea leziunilor cutanate [196]. Am pus accentul pe evaluarea formei și 

culorii leziunii, care sunt exprimate prin diferite abordări matematice prezentate în capitolul 2. 

Sunt investigate 70 de melanoame și 100 de nevi. Pentru a evalua performanța procedurii de 

selecție a caracteristicilor propuse, au fost utilizate două seturi de date: D1 ce conține imagini 

originale și D2 ce conține imagini preprocesate pentru eliminarea zgomotului și reducerea 

neuniformă a iluminării. Imaginile sunt segmentate, urmate de  extragerea caracteristicilor 

propuse. Curba ROC și aria de sub curbă (AUC) sunt folosite pentru a constata relevanța 

caracteristicilor selectate și capacitatea acestora de a diferenția leziunile cutanate. Etapele 

metodei propuse sunt prezentate în figura 3.16. 

 

 
Figura 3.16 Metoda propusă pentru selectarea caracteristicilor 

Un pas important pentru a obține performanțe ridicate în diferențierea leziunilor cutanate 

este eliminarea zgomotului și a artefactelor datorate existenței părului. Pentru îmbunătățirea 

imaginii cu o degradare minimă a imaginii inițiale este utilizat un filtru median. Pentru a corecta 

iluminarea neuniformă, a fost implementat un algoritm care utilizează transformarea Top-Hat. În 

figura 3.17 sunt prezentate exemple de imagini prelucrate pentru îndepărtarea zgomotului și 

corectarea neuniformă a iluminării. 
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(a1) (b1) (c1) 

   

(a2) (b2) (c2) 

Figura 3.17 Preprocesarea imaginilor.  
(a1), (a2) Imagine originală; (b1), (b2) rezultate de egalizare a iluminării obținute prin utilizarea 

transformării Top-Hat; (c1), (c2) rezultatul filtrului median.  
S-a folosit indicele 1 pentru nev și 2 pentru melanom. 

 

 

 
(a1) 

 
(a2)  

(b1) 

 
(b2) 

 
(c1) 

 
(c2)  

(d1) 
 

(d2) 

 
(e1)  

(e2) 
 

(f1) 
 

(f2) 

Figura 3.18 Segmentarea leziunilor cutanate  

(a1), (a2) Imaginea RGB originală; (b1), (b2) elipsă circumscrisă leziunii; (c1), (c2) mască 
eliptică; (d1), (d2) mască eliptică care înglobează leziunea pielii; (e1), (e2) mască eliptică în 

scala de gri care conține leziunea și (f1), (f2) mască asociată cu leziunea pielii (imagine 
segmentată).  

S-a folosit indicele 1 pentru nev și 2 pentru melanom. 
 

Figura 3.18 afișează rezultatele procesului de segmentare a leziunilor cutanate. Metoda Otsu 

convertește în mod optim o imagine la nivel de gri într-o imagine binară prin setarea valorilor de 

prag pentru a reduce suprapunerea distribuției clasei.  

Curbele ROC și AUC sunt ilustrate în figura 3.19. Tabelul 3.7 ce prezintă valorile medii 

ale măsurilor de performanță pentru D1 ce conține imagini originale și D2 ce conține imagini 

preprocesate pentru eliminarea zgomotului și reducerea neuniformă a iluminării. 
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Tabelul 3.7 Sensibilitatea, specificitatea și acuratețea caracteristicilor analizate 

 Caracteristici 

 AI  E  CIRC  TFF  Q  ƛ  F6  F7  

Sensibilitate 
(D1) 

0.98 0.90 0.81 0.53 0.61 0.67 0.68 0.76 

Sensibilitate 
(D2) 

0.84 0.94 0.81 0.80 0.63 0.65 0.72 0.62 

Specificitate 
(D1) 

0.64 0.66 0.32 0.76 0.57 0.46 0.80 0.51 

Specificitate 
(D2) 

0.87 0.63 0.35 0.51 0.58 0.53 0.82 0.71 

Acurateţe 
(D1) 

0.82 0.78 0.57 0.65 0.59 0.57 0.74 0.64 

Acurateţe 
(D2) 

0.85 0.79 0.58 0.66 0.61 0.59 0.77 0.67 

 

 

 

(a) 

 

(b) 

 

 

(c) (d) 

Figura 3.19. Curbele ROC și valorile AUC pentru clasificarea leziunilor cutanate în melanom și 
nevi pentru seturile de date D1 și D2.  

(a) AI (indice de asimetrie) și E (excentricitate); (b) caracteristicile de amplitudine ale normalității 
circularității (CIRC) și FFT; (c) asimetria caracteristicilor de distribuție a culorii (Q) și asimetriei 

cadranului (ƛ); (d) momentele invariante ale lui F6 și F7 Hu. 
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Pentru imaginile din setul D2, se observă o acuretețe medie a clasificării melanom vs. nevi 

(tabelul 3.7). Excentricitatea (E) și amplitudinea normalizată (FFT) sunt caracteristici relevante 

pentru diferențierea leziunilor cutanate. Astfel că excentricitatea (E) și amplitudinea normalizată 

(FFT) pentru setul de date D2 indică o sensibilitate de 0,94 / 0,80, specificitate de 0,63 / 0,51 și 

acuratete de 0,79 / 0,66 iar, pentru setul de date D1 excentric itatea (E) și amplitudinea 

normalizată (FFT) indică o sensibilitate de 0,90 / 0,53, specificitate de 0,66 / 0,76 și acuratete de 

0,78 / 0,65. Momentul invariant Hu F6 este important pentru analiza nevilor, deoarece 

specificitatea / sensibilitatea este de 0,82 / 0,72 cu acuratețea de 0,772. Momentul invariant Hu 

F7 urmează aceeași tendință, dar acuratețea este de 0,67 (D2). Asimetria distribuției culorii (Q) 

și indicele de asimetrie a cadranului (ƛ) nu au arătat nicio contribuție semnificativă evaluată de 

sensibilitate, specificitate și acuratețe. 

Conform acestor rezultate, indicele de asimetrie (AI) și excentricitatea (E) împreună cu 

momentul invariant Hu F6 sunt destul de competente pentru diferenția leziunile cutanate. De 

asemenea, amplitudinea normalizată (FFT) prezintă un mare potențial în clasificarea leziunilor 

cutanate. În figura 3.19 observăm următoarele aspecte: valorile ariei de sub curbă (AUC) pentru 

AI (indicele de asimetrie) este de 0,81 pentru D1 și 0,89 pentru D2 care arată o separare foarte 

bună între cele două clase (melanom și nev). În mod similar, pentru caracteristica E 

(excentricitate), AUC este 0,75 (D1) și 0,77 (D2) indicând o bună separare între cele două clase. 

Circularitatea (CIRC), asimetria de distribuției a culorii (Q) și  indicele de asimetrie a cadranului 

(ƛ) au ariile de sub curba ROC cuprinse între valorile 0,51 și 0,58 indicând o separare modestă a 

celor două clase. Amplitudinea normalizată (FFT) are AUC 0,64 pentru D1 și 0,69 pentru D2 și 

prezintă o separare medie a celor două clase. Momentele Hu invariante  F6 și F7 au AUC  0,71 

pentru D1 și  0,77  pentru D2 și respectiv 0,61 pentru D1 și  0,66  pentru D2. F6 are o separare 

bună a celor două clase, în timp ce F7 are o separare medie a celor două clase. 
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Capitolul 4 

Contribuții personale privind clasificarea leziunilor cutanate  

bazate pe clustere de culoare 
 

Scopul acestui capitol este aducerea în prim plan de noi metode de segmentare avansate 

bazate pe clusterizare și contururi active capabile să extragă structurile leziunilor cutanate. 

Caracteristicile extrase din zonele de interes pot fi analizate și clasificate cu metode statistice 

astfel incât partajearea claselor ce conțin nevi și melanoame să fie cât mai evidentă. Obiectivul 

acestui capitol s-a axat pe înţelegerea influenței operatorilor morfologici, în diferențierea leziunilor 

cutanate.  

În cadrul acestui capitol sinteza cercetărilor științifice este relatată prin studii ce permit 

selectarea distribuției relevante a culorii din imaginile leziunilor cutanate utilizând analiza 

histogramei de culoare, algoritmul kNN, dimensiunea fractală de suprafață și a caracteristicilor 

statistice ale grupului de culori folosind un ansamblu de tehnici de învățare automată, algoritmul 

Random Forest (RF). 

 

4.2 Analiza histogramei de culoare pentru diferențierea leziunilor cutanate 

 

Am propus o nouă soluție pentru detectarea granițelor leziunilor cutanate utilizând 

histograma culorilor ca instrument principal în evaluarea distibuției culorilor din canalele roșii, 

verzi și albastre [200]. Pentru fiecare canal monocrom se calculează o valoare a pragului global 

folosind metoda Otsu. Se realizează gruparea pixelilor obiectelor și a fundalului imaginii luându-

se în considerare variațiile intra și inter-clasă. Pragurile selectate sunt marcate clar în figura 4.4 

și figura 4.5. 

 
                          
             
 
 
 
                                         

                        (a)                               (b)                             (c)                                (d)                              
    Figura 4.4 Histograme, canale monocrome R, G și B și valori prag pentru melanom. 

         (a) Histograma canalelor RGB; (b) canal roșu; (c) canal verde; (d) canal albastru. 
 

   
                (a )                               (b)                                   (c)                                 (d) 

Figura 4.5 Histograme, canale monocrome R, G și B și valori de prag pentru nevi. 
(a) Histograma canalelor RGB; (b) canal roșu; (c) canal verde; (d) canal albastru. 
 

Datele afișate în histogramele de culoare sunt analizate folosind ‚răspândirea’ histogramei 

(HS) [61] ca raportul dintre amplitudinea interquartilică (IQR) și amplitudinea pixelilor 

monocromatici (R). Pentru a determina similaritatea dintre caracteristici am utilizat algoritmul K-
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means. Am presupus că, odată formate clusterele, nu există caracteristici redundante în modelul 

nostru.  

 
Figura 4.7 Valorile pragului pentru canalele monocromatice R, G și B  

pentru melanom și nevi 

 

Se observă că, pentru canalul G și B  valorile de prag sunt distribuite uniform deci, nu pot 

furniza informații semnificative. Pentru canalul R valorile pragului sunt mai mari și distribuția 

datelor este mai bine separată între clase, astfel încât acesta ar putea fi ușor analizat. Aceste 

valori prag pentru fiecare canal monocrom creează o nouă bază de date pentru cluster.  

Pentru a determina calitatea și valabilitatea clusterului, s-au calculat: silueta unui obiect, 

silueta medie a unui cluster și silueta medie globală pentru întregul set de imagini a leziunilor 

cutanate (Figura 4.9).  O decizie privind importanța canalului monocrom în clasificarea leziunilor 

cutanate este realizată corelând HS cu ponderea relativă a valorilor pragului pentru fiecare canal 

monocrom (Tabel 4.2). 

Tabelul 4.2 Valoarea HS pentru melanom și nevi 

 
 Melanoma Nevi 

 HS 0,143178 0,100046 

 

O alocare corespunzătoare a obiectelor în cluster este evaluată de grosimea siluetei.  

 
.                    (a)                                                  (b)                                              (c)  

Figura 4.9  Analiza siluetei pentru clusterele de date, n = 2. 

(a) Canal roșu;  (b) canal verde; (c) canal albastru; 1 - melanom; 2 - nev. 
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Numărul de clustere a fost ales a priori pentru 2, deoarece există două clase de cluster: 

melanom și nev. Așadar clusterele sunt distincte, neuniforme dar și negative pentru canalele G 

și B iar pentru canalul R clusterele sunt distincte, uniforme și pozitive. 

Tabelul 4.3 Valorile SC pentru canalele monocromatice 

 Leziunea 

cutanată 
Roșu Verde Albastru 

 Melanom 0,91 0,62 0,41 

 Nev 0,90 0,61 0,39 

 

Canalul roșu se dovedește a fi cel mai potrivit pentru această sarcină, deoarece oferă o 

bună uniformitate a lățimii siluetei, fără coeficient de siluetă negativă și valori SC apropiate de 1.  

 

4.4 Clasificarea leziunilor cutanate pe baza dimensiunilor fractale de suprafață și a 

caracteristicilor statistice ale grupului de culori folosind un ansamblu de tehnici de 

învățare automată 

Obiectivul studiului constă în recunoașterea și clasificarea leziunilor cutanate prin 

implementarea unei noi combinații de caracteristici dintre dimensiunea fractală de suprafață a lui 

Higuchi 2D și caracteristicile relevante ale zonei de culoare  și doi clasificatori, ca metodă de 

diagnosticare auxiliară pentru recunoașterea melanomului.  

Baza experoentală a fost alcătuiă din 248 imagini de nevi și 407 imagini de melanom 

aparținând bazelor de date publice: 7-Point (68 nevi si 297 imagini dermoscopice cu melanoame), 

Med-Node (100 nevi 40 melanoame imagini non-dermascopice), PH2 (80 nevi 40 melanoame 

imagini dermoscopice).  

Pentru atingerea obiectivului propus s-au parcurs următoarele direcții: 

- determinarea procentului mediu reprezentativ de zone de culoare ale leziunilor cutanate 

pentru fiecare set de date considerat. 

- propunerea unui descriptor pentru investigarea dimensiunilor fractale ale suprafeței pielii 

pentru canalele din imagini color RGB, adică dimensiunea fractală Higuchi 2D ca obiectiv 

cantitativ. 

- Implementarea a două clasificatoare distincte de învățare automată, și anume un algoritm 

kNN-CV și o abordare RBFNN ca clasificator neliniar, pentru a genera predicția. 

- partițiune dinamică a datelor este efectuată folosind metoda de validare încrucișată de 5 ori 

(CV). Aceste clasificatoare de învățare automată aparțin unor paradigme de clasificare 

diferite. 

Un exemplu de preprocesare a imaginii pentru reducerea zgomotului, îndepărtarea părului și 

segmentare a imaginii este prezentat în figura 4.13. Pentru îndepărtarea părului s-a utilizat soft-

ul DullRazor și segmentarea imaginii pe baza pragului de culoare. 

Caracteristile de culoare sunt selectate prin folosirea unei metode de grupare ce permite 

selectarea distribuției relevante a culorii în imaginile leziunilor melanocitare și calcularea 

procentului mediu de zone de culoare din zona leziunii de nevi și melanom. Pentru aceasta, am 

analizat histograma color a fiecărei imagini asociate leziunii cutanate.  
Astfel, am considerat douăzeci și trei de grupuri de culori, notate ca cl1, . . . , cl23, care 

se caracterizează prin cele mai mari diferențe între intensitatea minimă și maximă în fiecare canal 

R, G și B, conform datelor furnizate în [203]. Pentru fiecare imagine, procentul fiecărui grup de 

culori este calculat ca raport între numărul de pixeli din leziunea aparținând grupului de culori 

specificat și totalul de pixeli ai leziunii. 
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Figura 4.13 Ilustrarea preprocesării pentru îndepărtarea părului și segmentare. 

Rândurile 1 și 2: imaginea nevi (baza de date PH2). Rândurile 3 și 4: imaginea melanomului 
(baza de date cu 7 puncte în rândul 3 și baza de date Med-Node în rândul 4).  

Prima coloană: imaginea originală. A doua coloană: imagine după îndepărtarea părului.  
A treia coloană: imagine segmentată.  

 
Aceste procente medii ale zonelor de culoare reprezintă caracteristici statistice relevante 

pentru diferențierea leziunile cutanate. Se construiește un vector cu multe caracteristici. Pentru a 

eliminarea caracteristicile fără informații predictive, se folosește un test t. O valoare de p < 0,05 

este considerată semnificativă statistic, adică eșantioanele selectate sunt diferite unele de altele 

într-un mod semnificativ statistic. Caracteristicile selectate sunt universal acceptate și utilizate 

pentru diferențierea leziunilor cutanate. Un exemplu de măsurare a conținutului de culoare și 

metoda de grupare pentru a selecta distribuția relevantă a culorii este prezentat în Figura 4.14. 

Dimensiunea fractală a suprafeței este calculată folosind o generalizare 2D a HFD. Acesta 

calculează HFD al culorilor canalelor R, G și B din imagini RGB asociate leziunilor cutanate. 

Descriptorul fractal de suprafață al lui Higuchi 2D a fost calculat pentru fiecare imagine cu 

parametrul de scalare fractal variind de la k = 1 la k = 8 (Figura 4.15). 

 

 



Ing. Felicia-Anișoara MICHIȘ (DAMIAN) 
INSTRUMENTE MODERNE DE DEPISTARE A MELANOMULUI CUTANAT –  
Aplicaţie SelfChecker pentru analiza nevilor și melanoamelor prin intermediul imaginilor digitale 

Contribuții personale privind clasificarea leziunilor cutanate  
bazate pe clustere de culoare 

   

22 
 

cl1  cl9  cl17  
Rmin 128 Rmin 64 Rmin 96 
Gmin 64 Gmin 32 Gmin 32 
Bmin 32 Bmin 32 Bmin 32 
Rmax 159 Rmax 95 Rmax 127 
Gmax 95 Gmax 63 Gmax 63 
Bmax 63 Bmax 63 Bmax 63 
cl2  cl10  cl18  
Rmin 32 Rmin 160 Rmin 192 
Gmin 0 Gmin 128 Gmin 96 
Bmin 0 Bmin 96 Bmin 96 
Rmax 63 Rmax 191 Rmax 223 
Gmax 31 Gmax 159 Gmax 127 
Bmax 31 Bmax 127 Bmax 127 
cl3  cl11  cl19  
Rmin 32 Rmin 96 Rmin 224 
Gmin 32 Gmin 32 Gmin 160 
Bmin 32 Bmin 0 Bmin 128 
Rmax 63 Rmax 127 Rmax 255 
Gmax 63 Gmax 63 Gmax 191 
Bmax 63 Bmax 31 Bmax 159 
cl4  cl12  cl20  
Rmin 160 Rmin 32 Rmin 192 
Gmin 96 Gmin 32 Gmin 128 
Bmin 64 Bmin 0 Bmin 64 
Rmax 191 Rmax 63 Rmax 223 
Gmax 127 Gmax 63 Gmax 159 
Bmax 95 Bmax 31 Bmax 95 
cl5  cl13  cl21  
Rmin 96 Rmin 128 Rmin 128 
Gmin 64 Gmin 96 Gmin 64 
Bmin 64 Bmin 96 Bmin 0 
Rmax 127 Rmax 159 Rmax 159 
Gmax 95 Gmax 127 Gmax 95 
Bmax 95 Bmax 127 Bmax 31 
cl6  cl14  cl22  
Rmin 128 Rmin 160 Rmin 96 
Gmin 96 Gmin 64 Gmin 64 
Bmin 64 Bmin 32 Bmin 32 
Rmax 159 Rmax 191 Rmax 127 
Gmax 127 Gmax 95 Gmax 95 
Bmax 95 Bmax 63 Bmax 63 
cl7  cl15  cl23  
Rmin 160 Rmin 160 Rmin 64 
Gmin 96 Gmin 96 Gmin 64 
Bmin 32 Bmin 96 Bmin 64 
Rmax 191 Rmax 191 Rmax 95 
Gmax 127 Gmax 127 Gmax 95 
Bmax 63 Bmax 127 Bmax 95 
cl8  cl16   

Imaginea 
segmentată 

 
Rmin 64 Rmin 128 
Gmin 32 Gmin 64 
Bmin 0 Bmin 64 
Rmax 95 Rmax 159 
Gmax 63 Gmax 95 
Bmax 31 Bmax 95 

 
Figura 4.14 Exemplu de măsurare a conținutului de culoare și metoda de grupare pentru a selecta 

distribuția relevantă a culorii din imaginile leziunilor cutanate. 
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Figura 4.15 Exemplu de calcul HFD.  

(a–c) Canale de culoare R, G și B pentru o imagine digitală; (d–i) O ilustrare a modelelor de 

teselație pentru fiecare canal de culoare. Formele triunghiulare ale lui k = 1 sunt prezentate în 
(d–f); parametrul de scalare fractal k = 4 este prezentat în (g, i); (d,g) sunt imagini de canal R; 

(e,h) sunt imagini de canal G; (f, i) sunt imagini de canal B. 
 

Clasificarea caracteristicile de culoare, cât și a celor fractale se realizează separat, 

folosind algoritmul kNN cu o metodă de validare încrucișată de 5 ori. Aceleași caracteristici 

discriminante sunt utilizate pentru clasificarea prin abordarea RBFNN ca și cele pentru un 

clasificator neliniar.  

Se efectuează o analiză a performanței acestor metode diferite de clasificare. 

Performanța de predicție a kNN bazată pe procentul mediu al descriptorilor de caracteristici ale 

zonelor colorate a diferit semnificativ în ceea ce privește grupurile de culori și seturile de date 

(Figura 4.16). Cele mai mari precizii de clasificare de 82,47% (clustere cl10 și cl15), 81,44% (cl23) 

și 80,41% (cl20) aparțin setului de date PH2. A doua cea mai mare precizie de clasificare de 

75,91% (cl5 cl7 și cl14) aparține setului de date Med-Node. Clusterele de culoare cl3, cl11 și cl13 

din setul de date cu 7 puncte au dat rezultate de precizie mai scăzută. Grupurile de culori cl8, 

cl16, cl17, cl19 și cl22 nu au conținut niciun procent mediu relevant de descriptori de caracteristici 

ai zonelor de culoare.  
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Figura 4.16. Performanța de predicție pentru validarea încrucișată de 5 ori și 

clasificatorul kNN pentru procentaj mediu diferit de zone de culoare/descriptori de clusteri de 

culoare. 
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Performanța clasificării bazată pe descriptorul fractal de suprafață al lui Higuchi 2D este 

afișată în Tabelul 4.5. Rezultatele clasificării arată că descriptorul fractal de suprafață al lui 

Higuchi 2D produce o precizie de clasificare mai mare (79,38%) decât procentul mediu de 

descriptori de caracteristici ai zonelor de culoare pentru setul de date PH2. 

 
Tabelul 4.5. Precizia pentru validarea încrucișată de 5 ori și clasificatorul kNN  

pentru descriptorii fractali de suprafață 2D Higuchi. 

 Baza de date   Sensitivitate (%)        Acuratețe (%)   Precizia (%)        AUC      Dice Score 

    7-Point              80.77             71.43        73.26         0.6948         0.7683 

  Med-Node             30.19                 64.23     57.14         0.6423         0.3951 

    PH2           83.33             79.38     62.50         0.8047         0.7143 

 

Caracteristicile discriminante selectate au fost clasificate printr-o validare încrucișată de 

cinci ori și o abordare RBFNN. Datele de intrare au fost împărțite în cinci subseturi; un subset a 

fost setul de testare, iar celelalte patru subseturi au fost pentru antrenament. Funcțiile gaussiene 

folosite h1, h2, . . ., hg au fost după cum urmează: g = 15 pentru setul de date cu 7 puncte; g = 11 

pentru setul de date Med-Node și g = 10 pentru setul de date PH2. 

Investigația a fost dedicată stabilirii celei mai bune performanțe pentru clasificatorul 

RBFNN cu diferite intrări: 50 de neuroni pe stratul ascuns și două ieșiri. Numărul de neuroni 

ascunși a variat de la 0 la 50, iar noile noduri ascunse au fost încorporate automat de rețea. 

Verificarea experimentală a indicat că 50 de neuroni de pe stratul ascuns au asigurat cea mai 

bună performanță de clasificare, iar clasificatorul a obținut soluția optimă globală caracterizată 

prin MSE mai scăzută.  

Obiectivul nostru de eroare medie pătrată specificat a fost 0,01. Performanța de 

diagnosticare a modelelor a fost evaluată în termeni de sensibilitate, acuratețe, precizie, AUC, 

scoruri Dice și MSE furnizate de clasificatorul RBFNN. Pentru a evidenția faptul că ambele 

caracteristici se pot promova reciproc în procesul de diagnosticare, procentul mediu de zone de 

culoare și caracteristicile HFD au fost evaluate și comparate împreună și separat, iar modificările 

de performanță sunt prezentate în tabelul 4.6. 

 

Tabelul 4.6. Performanța clasificatorului RBFNN în experimentele de testare. 

Baza de 

date 

RBFNN 

intrare 

Senzitivi 

tate 

(%) 

Acura 

tețe 

(%) 

Precizia 

(%) 
AUC 

Scor 

DICE 

Nr. 

neuroni 

ascunși 

MSE 

7-POINT  Cluster de 
culoare 

97.77 95.12 94.32 0.9412 0.9603 
50 

0.1904 

Cluster de 
culoare și 

HFD 
98.01 95.42 94.44 0.9422 09630 0.0924 

Med-
Node 

Cluster de 
culoare 

96.22 94.12 88.61 0.9550 0.9333 
50 

0.1789 

Cluster de 
culoare și 

HFD 
96.42 94.71 87.50 0.9588 0.9396 0.1662 

PH2 Cluster de 
culoare 

1.00 94.17 85.03 0.9553 0.9195 
50 

0.1372 

Cluster de 
culoare și 

HFD 
1.00 94.88 85.62 0.9685 0.9211 0.1128 
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Tabelul 4.6. arată că pentru toate seturile de date investigate, atunci când intrarea rețelei 

neuronale a constat atât din procentul mediu de zone de culoare/cluster de culori, cât și din 

descriptori fractali de suprafață Higuchi 2D, performanța de diagnosticare a fost îmbunătățită în 

ceea ce privește acuratețea, AUC, scorurile Dice, și MSE. În plus, RBFNN propus sa dovedit a fi 

mai precis și mai eficient decât algoritmul kNN în recunoașterea și clasificarea cancerului de piele. 

Erorile RBFNN au fost mai mici atunci când datele de intrare erau grupuri de culori și 

descriptori HFD, confirmând ipoteza noastră de lucru de a folosi descriptorii fractali de suprafață 

ai lui Higuchi 2D pentru a îmbunătăți performanța clasificării a fost corectă. În plus, analiza 

leziunilor cutanate a fost mai precisă atunci când a fost folosit RBFNN propus. 

Am comparat rezultatele obținute cu metodele de învățare automată, cât și cu metodele 

rețelei neuronale (tabelul 4.7). Precizia de clasificare a kNN-CV cu caracteristicile fractale de 

suprafață 2D Higuchi este comparabilă cu cea oferită de alți clasificatori. Se poate observa că 

algoritmul RBFNN propus a obținut o îmbunătățire semnificativă a preciziei în toate cazurile. 

 

Tabelul 4.7. Comparația rezultatelor acuratețeI ale metodei propuse cu cele ale metodelor 

existente. 

Autor Acuratețe (%) și detalii 

Nasiri et al.[204]  64% (pentru primul test: kNN (300, 100) și caracteristici punctuale) 

67% (al doilea test: kNN (1346, 450) și caracteristici spot) 

Kavitha et al. [205] 78.2 (caracteristici kNN și GLCM) 

81.79% (caracteristici Inception-ResNet-v2, ISIC 2016) 

Al-masni et al. [206] 81.57% (setul de date ResNet-50, ISIC 2017) 

89.29% (setul de date ResNet-50, ISIC 2018) 

Seeja & Suresh [207] 79.26% (kNN, LBP și histograma Edge, HOG, filtru Gabor) 

Khan et al. [208] 94.50% (Rețea neuronală/  Feed Forward/ funcție sigmoidă/ 3 

straturi ascunse, setul de date ISBI2016, antrenament și testare 

70:30). 

94.20% (Rețea neuronală/ Feed Forward/ funcție sigmoidă/ 3 

straturi ascunse, setul de date ISBI2017, antrenament și testare 

70:30). 

Clasificatorul propus 
kNN  

pentru descriptorii 

fractali de suprafață 2D 

Higuchi 

71.43% (7-Point);  

64.23% (Med-Node) 

79.38% (PH2) pentru caracteristicile fractale de suprafață ale lui 

Higuchi 2D 

Clasificatorul propus 

RBFNN 

95.42% (7-Point) 

94.71% (Med-Node) 

94.88% (PH2) 

  

4.5 Clasificarea leziunilor cutanate utilizând algoritmul Random Forest (RF) 

Deoarece primele semne de avertizare pentru depistarea precoce și prevenire a 

melanomului sunt culoarea și marginile neregulate o importanță deosebită am acordat metodelor 

şi tehnicilor de investigare a culorii imaginilor dermoscopice pe baza algoritmilor de clusterizare 

și caracterizarea formelor obiectelor dintr-o imagine pe baza momentelor lui Hu privite ca trăsături 

ale momentului invariant [209].  
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Obiectivul cercetării a fost dezvoltarea unui algoritm original pentru diferențiere a leziunilor 

cutanate pe baza caracteristicilor de culoare (C) și a momentelor Hu (H) utilizând algoritmul 

Random Forest (RF). 

Baza experimentală utilizată a fost alcătuită din 68 nevi și 98 melanoame din baza de date 

7-Point, 100 nevi și 70 melanom din daza de date Med-Node și 80 nevi și 40 melanoame din baza 

de date PH2. Pentru toate seturile de date, 70% din eșantioanele totale au fost prelevate în setul 

de antrenament, iar restul de 30% pentru setul de testare. Metodologia propusă pentru 

identificarea caracteristicilor relevante pentru clasicarea leziunilor cutanate este prezentată în 

Figura 4.17.  

 
Figura 4.17 Prezentarea generală a metodologiei 

 

Pentru extragerea caracteristicile de culoare, imaginile au fost segmentate pe baza 

metodei de prag optim de culoare aplicată pe fiecare canal de culoare RGB (roșu, verde, 

albastru). S-a obținut o mască binară pentru fiecare imagine și a fost evidențiată zona de interes 

pentru leziunea cutanată. De asemenea, imaginile segmentate au fost preprocesate folosind 

software-ul DullRazor pentru îndepărtarea părului.  

 

       

      

      

Figura 4.18 Exemple de imagini preprocesate. 
Rândul 1: imagini din baza de date 7-Point; Rândul 2: imagini din baza de date MED-NODE; 

Rândul 3: imagini din baza de date PH2 
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În figura 4.18 sunt prezentate exemple de imagini preprocesate. Fiecare imagine este 

împărțită în grupuri de culori pe baza metodei propuse de Seidenari et al. [203]. Folosind 

intensitatea RGB minimă și maximă au fost extrase 23 de caracteristici de culoare. Metoda de 

grupare permite selectarea distribuției de culoare relevante, și calculează procentul mediu al 

zonelor de culoare din zona leziunii cutanate [202]. 

Am utilizat algoritmul RF care implică 30 caracteristici de intrare pentru imaginile leziunilor 

cutanate a trei seturi de date și două clase de ieșire (nevi și melanoame). Seturile de caracteristici 

obținute sunt introduse în clasificatorul RF aleatoriu pentru a determina caracteristica relevantă 

pentru a clasifica leziunile cutanate cu cea mai mare acuratețe. Cum algoritmul RF pentru 

problemele de clasificare folosește votul majoritar, iar pentru problemele de regresie folosește 

predicția medie a arborilor de decizie individuali vom  analiza acele caracteristici pentru care 

relevanța depășește media (0,033). Figura 4.19 arată performanța calculată pentru 

caracteristicile propuse.  

 

 
Figura 4.19 Acuratețea caracteristicilor 

 

Acuratețea diferențierii leziunilor cutanate a fost evaluată pe un set de antrenament format 

din 30% de imagini ale leziunilor cutanate și testat pe 70% de alte imagini ale leziunilor cutanate 

pentru fiecare set de date. Deoarece performanța de diagnostic poate depinde de gradul de 

dificultate al imaginii, am corelat parametrii matematici ai caracteristicilor leziunilor cutanate și am 

comparat acuratețea pentru fiecare bază de date. Caracteristile relevante sunt: 

- H5, H7, H6, H2, C08 pentru setul de date  7 Point;  

- H7, H5, H6, H2, H1 pentru setul de date Med-Node;  

- H5, H6, H7, C03, H1 pentru setul de date PH2. 

Impactul utilizării caracteristicilor selectate pentru fiecare set de date sunt prezentate în 

tabelul 4.8. 

Tabelul 4.8 Caracteristicile relevante și performanțele clasificatorului RF  

Baza de date Acuratețe Senzitivitate Specificitate 

7-Point 94.0% 92.5 % 94.9% 

Med-Node 98.1 % 99.0 % 97.1% 

PH2 96.5 % 98.7 % 92.7% 
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Rezultatele obținute au fost comparate cu rezultatele obținute in alte studii. În studiul prezentat s-

a obținut o precizie mai mare în clasificarea leziunilor cutanate pentru momentele HU comparativ 

cu caracteristicile de culoare, respectiv 94% pentru baza de date 7-Point, 98,1% pentru baza de 

date Med-Node  și  96,5% pentru baza de date PH2. Aceste caracteristici sunt dedicate evaluării 

imaginilor pe baza evaluării neregularității marginilor și culorilor leziunilor cutanate. Abordarea 

noastră de a analiza geometria formei și culoarea leziunilor benigne (nevi) și maligne 

(melanoame) va fi utilă pentru a detecta leziunile înainte ca acestea să crească și să devină un 

caz de melanom. 
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Capitolul 5 

Contribuții personale privind implementarea  

sistemului expert ‚‚Skin Lesions”   
 

Scopul sistemului expert ‚‚Skin Lesions”  este de a oferi utilizatorului informații relevante 

care să îi permită acestuia să tragă propriile concluzii pe baza analizei leziunii cutanate, cu 

specificatia clara că sistemul nu este menit să înlocuiască medicii, ci doar oferă utilizatorilor o 

motivație suplimentară pentru a solicita asistență medicală, dacă este necesar.  

 

5.1 Cerințe pentru dezvoltarea unei aplicații 

Sistemul expert ,,Skin Lesions” a fost transformat într-o aplicație mobilă (app) care poate 

fi descărcată și instalată pe platforme de telefonie mobilă Android de la Google. 

Principalele cerințe pentru aplicația mobilă: 

- să poată captura imagini utilizând camera foto a telefonului; 

- să poată încărca imagini din memoria telefonului; 

- interfața grafică a aplicației să conțină butoane pentru pornirea proceselor de analiză; 

- să afișeze mesaje de informare. 

Un sistem expert de analiză a melanomului este construit în patru etape principale. Prima 

etapă este achiziția imaginii care poate fi efectuată prin diferite dispozitive cum ar fi 

dermatoscopul, spectroscopul, camera digitală standard sau camerei  foto a telefonului. Imaginile 

achiziționate de aceste dispozitive prezintă trăsături particulare și calități diferite, care pot schimba 

semnificativ rezultatul procesului de analiză. A doua etapă implică detectarea leziunilor cutanate 

și redimensionarea imaginii. A treia etapă calculează caracteristicile A, B, C, D cu algoritmi proprii. 

În cele din urmă, a patra etapă clasifică leziunile în funcție de scorul TDS producând o estimare 

dacă leziunea este benignă sau malignă (melanom).  

Pentru a calcula scorul TDS, caracteristicile asimetrie, regularitatea muchiei/granitei, 

culoare și diametru sunt utilizați algoritmii proprii. Fiecare dintre caracteristici este apoi înmulțita 

cu un factor de ponderare dat pentru a obține un scor dermoscopic total (TDS). Valorile TDS sub 

4,75 indică o leziune melanocitară benignă, valorile între 4,8 și 5,45 indică o leziune suspectă, iar 

valorile egale sau mai mari de 5,45 sunt foarte sugestive pentru melanom [210].  

o Pentru dezvoltarea sistemului expert propus am utilizat: 

- kit-ul de dezvoltare pentru limbajul de programare Java; 

- SDK-ul (Software Development Kit)  de Android; 

o Android Studio: un mediu integrat de dezvoltare (IDE);  

- Android Virtual Device (livrat împreună cu SDK-ul de Android), un dispozitiv pe care să se 

ruleze aplicațiile; 

- Un telefon mobil cu sistemul de operare Android pentru care s-a dezvoltat aplicația ‚‚Skin 

Lesions”. 

Compilarea acesteia şi rularea pe un dispozitiv este realizat cu ajutorul SDK-ului. Este 

componenta care crează fişierul ce va fi instalat pe dipozitiv şi care are extensia .apk, îmbinând 

toate resursele aflate în proiectul aplicaţiei. 

Am încorporat codurile MATLAB pentru fiecare caracteristică utilizând ToApp Block din 

pachetul de asistență Android Studio. 

https://ocw.cs.pub.ro/courses/eim/tutoriale/java
https://ocw.cs.pub.ro/courses/eim/tutoriale/sdk_android
https://ocw.cs.pub.ro/courses/eim/tutoriale/android_studio
https://ocw.cs.pub.ro/courses/eim/tutoriale/android_virtual_device
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5.2 Tehnica propusă 

Achiziționarea imaginii digitale a leziunii cutanate este primul și principalul pas în 

realizarea sistemului expert ‚‚Skin Lesions”. Noi folosim fie imagini obținute cu ajutorul unei 

camere digitale disponibile în comerț sau dermoscopie, fie imagini obținute cu telefonul mobil. 

După ce imaginea este achiziționată se extrag caracteristicile discriminatorii din leziunea 

cutanată. Pentru a evalua asimetria am utilizat algoritmul  de calcul al asimetriei din caracteristicile 

geometrice (GAF) prezentat în studiul [194]. Pentru a evalua neregularitatea conturului (granița) 

(B) am utilizat indicele de compactitate prezentat în studiul [193]. Pentru determinarea scorului 

de culoare se iau în considerare șase  culori  diferite:  alb,  roșu,  maro  deschis,  maro  închis, 

albastru-cenușiu  și  negru.  Albul  ar  trebui  să  fie  luat  în considerare numai dacă zona este 

mai deschisă decât pielea adiacentă. Scorul maxim al culorii este 6, iar scorul minim este 0. 

Pentru detectarea culorilor am utilizat metoda propusă în studiul [200]. Pentru diametru am utilizat 

distanța Chessboard metodă prezentată în studiul [195]. 

Pentru clasificarea leziunilor cutanate propun calcularea scorului total al dermoscopiei 

(TDS) ce folosește formula 1.1. [211]: 

După calcularea TDS, diagnosticul va fi obținut conform interpretării din tabelul 5.1. 

 

Tabelul 5.1 Diagnosticul leziunilor conform TDS. 

 Scorul total al dermoscopiei 

TDS 
Interpretare 

 0 -  2.75 Leziune benignă 

 2.76 -  4.75 Leziune ușor suspectă (benignă) 

 4.76 -  5.45 Leziune suspectă de a fi melanom 

(melanom) 

 >5.46 Leziune cu un înalt grad de suspiciune 

de a fi melanom (melanom) 

 

În aplicație mesajul afișat va fi realizat conform algoritmului: 

 

Algoritmul 

propus:________________________________________________________ 

if (TDS >= 0.00 && TDS<= 2.75) 

   msgbox('We keep under observation')    

elseif (TDS >= 2.76 && TDS<= 4.75)       

   msgbox('Go to the doctor') 

elseif (TDS >= 4.8 && TDS<= 5.45) 

   msgbox('Suspicious Melanoma Cancer Detected') 

% elseif (TDS >= 5.46)   

else 

   msgbox('Highly suspicious Melanoma Cancer Detected')   

end. 

_____________________________________________________________________ 

5.3 Descrierea aplicației   

Instalarea aplicației ‚‚Skin Lesions” pe telefonul mobil se face: 

  prin accesarea link-ului: 

https://drive.google.com/drive/folders/18ayYaLWY3hMrn12ghcuQ4q-

30f_fWmoi?usp=share_link 

https://drive.google.com/drive/folders/18ayYaLWY3hMrn12ghcuQ4q-30f_fWmoi?usp=share_link
https://drive.google.com/drive/folders/18ayYaLWY3hMrn12ghcuQ4q-30f_fWmoi?usp=share_link
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 prin scanarea codului QR (figura 5.5): 

 

 
Figura 5.5 Codul QR aplicația ‚‚Skin Lesions” 

 

Pentru a se putea instala o aplicație pe un dispozitiv mobil, trebuie să se activeze 

posibilitatea de rulare, din Settings → System → Developer Options. Această opțiune trebuie 

activată, ca de altfel și opțiunea Debugging → Android Debugging (pe unele sisteme poate 

apărea ca USB Debugging). 

După instalarea aplicaţiei pe dispozitiv în meniul telefonului va putea fi observată 

următoarea pictogramă care cospunde aplicației ‚‚Skin Lesions” (figura 5.6): 

 
Figura 5.6 Pictograma aplicației ‚‚Skin Lesions”  

 

Din punct de vedere al arhitecturii, sistemul expert ‚‚Skin Lesions”  conține și o interfață 

grafică (GUI) (Figura 5.7) ce facilitează analiza caracteristicilor imaginei digitale a leziunii cutanate 

necesare pentru calcularea scorului final (scorul total al dermoscopiei - TDS).  

 
Figura 5.7 Interfața grafică (GUI) - aplicația ‚‚Skin Lesions”  

Selectarea imaginei se poate face prin accesarea butonului CHOOSE IMAGE. Acesta are 

următoarele opțiuni: 

 butonului Camera foto care va efectua o imagine digitală instant (figura 5.8); 
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Figura 5.8 Butonul Camera foto 

 butonului Fisier care face posibil alegerea unei imagini digitale ce este salvată telefon sau în 

drive-ul propriu (figura 5.9); 

 
Figura 5.9 Butonul Fisier 

 butonului Foto care face posibil alegerea unei imagini digitale din telefonul mobil, de pe 

WhayApp sau Messenger (figura 5.10). 

 

 

Figura 5.10 Butonul Foto 

 

După selectarea imaginei digitale a leziunii cutanate se poate analiza imaginea originală 

sau se analizeaza după ce se execută redimensionarea imaginei digitale prin ciupire (mărire şi 

micşorare prin îndepărtarea a două degete sau prin apropierea celor două degete) (figura 5.11). 
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(a) (b) 

Figura 5.11 Fereastra interfeței grafice cu utilizatorul (GUI) cu imaginea digitală selectată. 

(a) Imaginea originală; (b) Imaginea redimensionată 

 

După alegerea imaginii, aceasta poate fi analizată. În urma analizei și în funcție de 

valoarea TDS se pot obține următoarele rezultate (figura 5.12): 

 

    
(a) (b) (c) (d) 

Figura 5.12 Fereastra interfeței grafice cu utilizatorul (GUI) cu mesajele obținute. 

(a) Leziune melanocitică benignă; (b) Leziune ușor suspectă; (c) Leziune suspectă de a fi 

melanom; (d) Leziune cu un înalt grad de suspiciune de a fi melanom. 

Dacă se dorește afișarea valorilor a caracteisticilor A, B, C, D și a scorului TDS se poate 

deschide butonul More info (figura 5.13). 
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(a) (b) (c) (d) 

Figura 5.13 Fereastra interfeței grafice cu utilizatorul (GUI) cu rezultatele obținute. 

(a) Asimetria; (b) Granița (bordura) ; (c) Culoarea; (d) Diametru. 

 

Aceste rezultate arată cât de eficient se realizează detectarea melanomului și cum se 

realizează clasificarea leziunilor cutanate. 

 

5.4 Contribuții originale  

 

Contribuţiile originale la acest capitol se pot rezuma în felul următor:  

 prezentarea și explicarea etapelor dezvoltării sistemului expert ‚‚Skin Lesions”;  

 prezentarea metodologiei utilizate pentru dezvoltarea sistemelor expert ‚‚Skin Lesions”.  

Pentru a evalua performanța modelului propus de diferențiere a leziunilor cutanate au fost 

utilizate 170 de imagini digitale color (70 de melanomuri și 100 de nevi) din Arhiva Digitală a 

Departamentului de Dermatologie al Centrului Medical Universitar din Groningen (UMCG). 

Tabelul 5.2 prezintă valorile medii ale măsurilor de performanță. Performanța a fost testată pe 

parametrii: sensibilitatea (SE), specificitate (SP), acuratețea (Acc) și precizia (P). Formulele de 

calcul a valorilor de evaluare menționate sunt prezentate în capitolul 2 (2.81 – 2.87). TP, TN, FP, 

FN reprezintă adevărat pozitiv, adevărat negativ, fals pozitiv și, respectiv, fals negativ. În funcție 

de valorile TDS imaginile din clasa melanom sunt considerate drept pozitive (TP) dacă leziunile 

cutanate sunt detectate corect, altfel sunt considerate fals negative (FN). În ceea ce privește 

imaginile din clasa nev sunt considerate  adevărat negative (TN) dacă sunt prezise ca nev, altfel 

sunt considerate fals pozitive (FP). Curbele ROC și AUC sunt ilustrate în figura 5.14. 

În experiment, 80% din imagini sunt folosite pentru antrenament și 20% sunt folosite în 

scop de testare. 

Tabelul 5.2 Valorile măsurilor de performanță. 

TDS TP TN FP FN SE (%) SP (%) ACC (%) P (%) 

MELANOM 46 117 3 4 92.00 97.50 95.88 93.88 

 NEV 71 90 4 5 93.42 95.74 94.71 94.67 
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Tabelul 5.2 indică o SE de 92% pentru melanom față de  93.42 % pentru nev, o SP de 

97,50% pentru melanom față de  95.74 % pentru nev, o ACC de 95,88 % pentru melanom față 

de  94.71 % pentru nev, o P de 93,8 % pentru melanom față de  94.67 % pentru nev. În ceea ce 

privește SE, SP, ACC și P pentru imaginile analizate, arată o precizie echilibrată a clasificării 

corecte pentru melanom și nevi. 

În figura 5.14 se prezintă valorile AUC din curbele ROC ce au valori cuprinse între 0,826 

și 0,938 indicând o separare bună a celor două clase: nev și melanom.  

Am apreciat valorile măsurilor de performanță a sistemului expert ,,Skin Lesions” ca 

media dintre cele două clase astfel obținând: pentru SE - 92.71 %, SP – 96.62 %, ACC – 95,29 

%, P – 94,27%. 

  

(a) (b 
Figura 5.14 Curbele ROC și aria de sub AUC corespunzător valorilor TDS. 

(a) pentru melanom; (b) pentru nev 
 

Am comparat rezultatele obținute cu rezultatele evaluării clinice a riscurilor algoritmilor 

integrați din aplicații (tabelul 5.3). Se poate observa că algoritmul propus a obținut o îmbunătățire 

semnificativă a preciziei aplicației. 

 

Tabelul 5.3 Comparația rezultatelor ale aplicației propuse cu cele ale aplicațiilor existente. 

Aplicația SE (%) SP (%) 

SkinVision [112] 73 83 

Lūbax [112] 90,4 91,5 

SkinMD [212] 85,9 86 

MelaFind [213] 82,5 52,4 

FotoFinder Moleanalyzer Pro [213] 88,1 78,8 

Verisante Aura  [213] 21,4 86,2 

Skin Lesions [propus] 92,71 96,62 

  

Acuratețea aplicațiilor de detectare a leziunilor cutanate este măsurată prin calcularea 

sensibilității și specificității. Sensibilitatea cuantifică capacitatea aplicației de a diagnostica cu 

precizie prezența melanomului, în timp ce specificitatea reflectă capacitatea aplicației de a 

diagnostica cu precizie absența melanomului. 
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Această comparație demonstrează că cea mai mare sensibilitate și specificitate a 

instrumentelor au fost stabilite cu Skin Lesions, care ar putea fi un instrument valoros pentru a 

trage un semnal de alarmă, dar care nu înlocuiește luarea deciziilor clinice de catre medicul 

specialist. 

Această aplicație poate ajuta utilizatorii să fie mai atenți la îngrijirea sănătății și să 

îmbunătățească comunicarea dintre ei și medicii lor, dar este important ca utilizatorii să nu permită 

„aplicației să înlocuiască sfatul medicului și diagnosticul medicului”. 
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Capitolul 6 

Concluzii generale și direcții viitoare de cercetare 
 

Cercetările întreprinse în domeniul procesării imaginilor arată că domeniul are nevoie în 

continuare de idei novatoare, atât în ceea ce privește soluțiile software de prelucrate ale imaginilor 

dar și cele hardware care să achiziționeze imagini dermatoscopice digitale fără defecte, artefacte 

sau zgomot. 

În cadrul acestei teze de doctorat am realizat o serie de algoritmi proprii a căror soluţii 

software implementate se adaptează foarte bine pentru analiza şi managementul leziunilor 

cutanate. Așadar, pot afirma că am îndeplinit cu succes obiectivul general propus. 

Studiile citate în această teză au fost preluate după o cercetare atentă a literaturii folosind 

mai multe baze de date, și anume: 

- IEEE Xplore http://ieeexplore.ieee.org/);  

- Springer Link(http://link.springer.com/);  

- Science Direct (http: // www.sciencedirect.com /); 

- Wiley Online Library (http: // onlinelibrary/);  

- wiley.com/), Web of Science (http: // webofscience.com /); 

- PubMed (http://www.ncbi.nlm.nih.gov/pubmed); 

- Google Scholar (https://scholar.google.com/).  

Metodele și algoritmii propuși au fost riguros validați și acceptați în literatura de 

specialitate prin lucrările științifice publicate în jurnale de prestigiu si comunicarile realizate la 

conferintele nationale si internationale.    

Pentru realizarea tezei de doctorat am dezvoltat partea teoretică, partea metodologică și 

partea aplicativă ce reprezintă contribuții originale în domeniul cercetărilor care vizează realizarea 

unui sistem expert de evaluare a leziunilor cutanate. Astfel că: 

 Din punct de vedere al obiectivelor de cercetare:  

- în capitolul introducere, am identificat importanța dezvoltării unui sistem expert capabil să 

evalueze leziunile cutanate pe baza unui set de caracteristici corelate cu regulile de decizie 

folosite de specialistii medici dermatologi și am stabilit, în consecință, scopul și obiectivele de 

cercetare în cadrul prezentei teze. Am identificat posibilitatea de realizare și implementare a 

sistemului expert ,,Skin Lesions” practicabil pentru utilizatori de telefoane mobile. 

 Din punct de vedere al contribuțiilor practice și aplicative:  

- în capitolul 3 am realizat studii privind:  analizarea leziunilor cutanate cu caracteristici 

semnificative [193], studiul asimetriei leziunilor pielii utilizând rețelele neuronale artificiale [194], 

compararea măsurilor metrice de distanță pentru diferențierea leziunilor cutanate [195], 

selectarea caracteristicilor relevante din imaginile non-dermatoscopice în vederea clasificării 

nevilor vs. melanoame [196], influența spațiului de culoare asupra clasificării leziunilor cutanate 

folosind caracteristici statistice [197], algoritm de watermarking invizibil aplicat imaginilor 

dermatoscopice descompuse cu transformata wavelet discretă [195]. 

- în capitolul 4 am realizat studii privind: analiza leziunilor cutane cu algoritm de selectare a 

caracteristicilor geometrice [199], analiza histogramei de culoare pentru diferențierea leziunilor 

cutanate [197], clasificare clusterilor de culoare cu algoritmul kNN [198], clasificarea leziunilor 

cutanate pe baza dimensiunilor fractale de suprafață și a caracteristicilor statistice ale grupului 

de culori folosind un ansamblu de tehnici de învățare automată [202], diferențierea leziunilor 

cutanate utilizând algoritmul Random Forest (RF) [206]. 

http://www.ncbi.nlm.nih.gov/pubmed
https://scholar.google.com/
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- în capitolul 5 pentru asigurarea caracterului aplicativ al tezei am dezvoltat algoritmi necesari 

pentru determinarea caracteristicilor A, B, C, D ale leziunilor cutanate în vederea implementării 

sistemului expert ‚‚Skin Lesions”. 

Se poate concluziona că este posibil să utilizăm un sistem expert de autoevaluare a 

leziunilor cutanate, implementat pe telefonul mobil, folosind analiza imaginilor și învățarea 

automată, astfel încât orice persoană cu un telefon mobil să îl poată utiliza. Acesta a fost 

obiectivul general al tezei de cercetare deși programele de analiză și clasificare a imaginilor de 

melanom au fost abordate si au primit solutii în mai multe lucrări în trecut, acestea nu sunt 

disponibile publicului, cu excepția aplicaților MelApp și Skin Scan menționate anterior, care sunt 

disponibile în prezent, contra cost.  

Printre direcțiile viitoare de cercetare se pot identifica: 

 testarea algoritmilor de clasificare a leziunilor cutanate pe alte imagini dermatoscopice digitale 

achiziționate cu un dispozitiv mobil. Această clasificare reprezintă primul pas în dezvoltarea unui 

Sistem Expert de diagnosticare și de valuare a severității melanoamelor. Consider că avantajul 

major al acestei abordări este de a fi ieftină, rapidă, robustă și ușor de utilizat, cu foarte puține 

constrângeri privind protocolul de achiziție al imaginilor ce conțin melanoame; 

 extinderea bazei de date de instruire ar ajuta predicțiile viitoare având în vedere că în prezenta 

teză, sudiile s-au realizat pe imaginie colectate din bazele de date dedicate dar care au folosit 

tehnici de achiziționare diferite (setările  camerei, poziționare, condiții de iluminare etc.); 

 adaptarea sistemului expert la mai multe sisteme de operare pentru smartphone-uri având în 

vedere că în prezent aplicația poate fi folosită doar pe telefoanele mobile cu sistemul de operare 

Android. 
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