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Introducere 

 
În ultimul secol, creșterea populației și dezvoltarea societății moderne pe diferite 

segmente reprezintă principala cauză a contaminării mediului înconjurător și a surselor de 
apă. Având în vedere că rezervele de apă curată sunt reduse, este important să se adopte 
măsuri de protecție și prevenire a poluării surselor de apă și deteriorării mediului înconjurător 
care asigură condițiile de trai și dezvoltare pentru toate formele de viață. În zilele de astăzi, 
există o conștientizare sporită a importanței privind prevenirea poluării și minimizarea 
deșeurilor în activitățile industriale, urbane și agricole, precum și a procesului de reciclare. 
Un rol important în confruntarea cu aceste provocări contemporane majore, o are 
biotehnologia care este într-o continuă dezvoltare, și în prezent, cea mai bună tehnologie 
disponibilă pentru a asigura durabilitatea și protecția mediului înconjurător. Tehnologiile din 
domeniul biotehnologiei sunt multiple, dar unele din cele mai des întalnite sunt procesele de 
tratare a apelor uzate provenite din procesele industriale, gospodăriile oamenilor etc.   

Stațiile de tratare a apelor uzate sunt instalații proiectate pentru a reduce cantitățile de 
materie organică și materii solide în suspensie din apă, prin tratamente adecvate pentru a 
purifica apa înainte de a fi deversată în orice emisar (mare, râu, lac etc.). Aceste procese 
sunt în mod inerent dinamice datorită variațiilor mari ale debitului de admisie a apei 
reziduale, concentrației și compoziţiei acesteia. Din acest motiv, modelele matematice și 
simulările pe calculator sunt esențiale pentru a modela, predicta și controla aceste procese 
complexe. Funcționarea proceselor de tratare a apelor reziduale este foarte complexă. În 
unele instalații performanțele slabe, costurile ridicate și deteriorarea mediului s-au datorat 
unor probleme operaționale. Îmbunătățirea performanței stațiilor de tratare a apelor reziduale 
depinde, în principal, și de modulul de detectare, izolare și identificare a defecțiunilor (FDI 
Fault Detection and Isolation), pentru a crește siguranța și fiabilitatea echipamentelor. Prin 

urmare, au fost propuse mai multe abordări privind diagnoza în stațiile de epurare: abordări 
bazate pe cunoaștere euristică, cum ar fi inteligența artificială (rețelele neuronale), analiza 
statistică și abordări bazate pe modele matematice. 

În cercetarea realizată în cadrul prezentei teze de doctorat s-au avut în vedere 
următoarele direcții de cercetare: primul obiectiv a constat în modelarea proceselor 
biotehnologice, în particular, a stațiilor de tratare a apelor uzate folosind tehnici de inteligență 
artificială, și anume, rețele neuronale. Se urmărește implementarea unui model neuronal 
care realizează predicţia ieşirilor unei stații de tratare a apelor uzate în care se face 
îndepărtarea pe cale biologică a substratului organic. Avantajul reţelei neuronale, folosită ca 
model al sistemului, este că învaţă direct din datele experimentale, fără să fie necesar un 
model analitic. În general, pentru antrenarea reţelei este necesar să se utilizeze un set de 
date foarte mare şi reprezentativ, pentru domeniile de funcţionare în care va fi folosit 
modelul. Reţeaua care realizează predicţia ieşirilor va putea fi folosită pentru scopuri de 
reglare sau diagnoză a sistemului biotehnologic. 

A doua direcție de cercetare vizează diagnoza defectelor în procesele biotehnologice. 
Având în vedere că diagnoza presupune două etape, și anume, detecția și apoi izolarea 
defectelor, se dorește implementarea unor tehnici de detecție și recunoaștere a defectelor 
folosind rețele neuronale într-un proces de epurare a apelor uzate cu nămol activ. În cazul 
detecției se vor analiza două situații: 1. mărimile de ieșire ale procesului sunt considerate 
măsurabile și 2. unele dintre mărimile de ieșire ale procesului sunt nemăsurabile direct, prin 
senzori dedicați. În cazul în care unele mărimi de ieșire ale procesului sunt nemăsurabile, se 
pot folosi estimatori de stare și parametri, și anume, observere de stare și parametri , însă 
principalul dezavantaj al acestei metode constă în determinarea unui model matematic cât 
mai precis al procesului. Pentru recunoașterea defectelor se urmărește proiectarea unei 
rețele neuronale cu rol de clasificator. Performanțele algoritmului de detecție, cât și cele ale 
metodei de recunoaștere vor fi testate în cazul apariției de defecte nete și defecte parțiale ale 
elementelor de execuție sau ale traductoarelor specifice proceselor de tratare a apelor uzate. 



 
 

Structura tezei de doctorat cuprinde: o introducere, patru capitole și concluzii. În 

introducere sunt prezentate principalele direcții de cercetare propuse și motivația care a stat 

la baza abordării temei de studiu din această lucrare de doctorat.  

În capitolul 1 se prezintă un overview care se constituie într-un stadiu actual în ceea 

ce privește detecția și diagnoza defectelor în cazul proceselor de tratare a apelor reziduale. 

Sunt prezentate argumente privind importanța diagnozei defectelor, sunt analizate 

principalele tipuri de defecte, diverse metode de detecție a defectelor precum și o serie de 

tehnici de izolare a acestora. De asemenea, sunt menționate și analizate cateva rezultate 

recente din domeniul detecției și izolării defectelor în proceselele biotehnologice, cu aplicații, 

în special, pe stațiile de epurare a apelor uzate. 

În capitolul 2 sunt menționate câteva aspecte generale privind rețelele neuronale 
(arhitecturi, funcții de activare, reguli de învățare etc.) evidențiind domeniul lor de 
aplicabilitate. Sunt prezentate, de asemenea, principalele caracteristici de funcționare a 
sistemelor biotehnologice, și anume, ale stațiilor de tratare a apelor uzate cu nămol activ. 
Este prezentată stația de epurare din laboratorul de bioprocese din Universitatea “Dunărea 
de Jos” din Galați, împreună cu echipamentele de monitorizare și control aferente. Este 
descris în detaliu un defect real, apărut în cadrul unui experiment realizat pe stația de 
epurare menționată, în care s-a defectat traductorul de debit de aer, împreună cu 
simptomele observate. În ultima parte, accentul cade pe contribuții care constau în 
modelarea cu rețele neuronale a unei instalații de tratare a apelor uzate în care se face 
îndepărtarea pe cale biologică a substratului organic. Rezultatele simulării şi validării 
modelului neuronal arată că procesul biotehnologic poate fi modelat, cu succes, printr-o 
reţea neuronală feedforward. Eroarea de modelare obținută este mai mult decât acceptabilă 
pentru domeniul uzual de operare a procesului. 

În capitolul 3 sunt prezentate contribuții privind detecția defectelor în stațiile de tratare 
a apelor uzate. Se propun două metode de detecție a defectelor bazate pe model pentru un 
proces de epurare a apelor uzate cu nămol activ. În prima situație, când ieșirile procesului 
sunt considerate măsurabile, se realizează detecția cu ajutorul modelului neuronal al 
procesului analizat, determinat în capitolul 2. În cea de-a doua situație, când unele mărimi de 
ieșire ale procesului sunt nemăsurabile, se propune o metodă de detecție bazată pe modelul 
analitic al procesului folosind un filtrul Kalman extins. Condițiile de care se ține cont în 
proiectarea ambelor metode sunt: viteza de reacție a semnalului de alarmare în prezența 
defectului, sensibilitatea la defect (detecția defectelor parțiale care au efecte reduse asupra 
procesului), robustețea (funcționarea în prezența zgomotului, perturbațiilor exterioare și a 
erorilor de modelare) și numărul redus de alarme false. În ambele situații, se testează 
performanța metodelor prin simularea de defecte nete și parțiale a elementelor de execuție și 
a traductoarelor întâlnite în stațiile de tratare a apelor uzate. O contribuție importantă, în 
acest capitol, este investigarea a două metode privind alegerea principalilor parametrii ai 
metodei de detecție a defectelor (pragul de sensibilitate, ε, şi orizontul de calcul al 
reziduurilor, N). Prima metodă constă într-o analiză teoretică în care se consideră trei 
ipoteze, după cum urmează: Ip. 1 nu există erori de modelare (er(k)=0, adică modelul 
reproduce fidel evoluţia procesului supravegheat), dacă există defect, se presupune că 
devierea produsă de acesta a ajuns în regim staţionar în timp foarte scurt (cîteva perioade 
de eşantionare), decizia trebuie luată rapid, numai pe baza eşantionului curent, deci N=1, 
ceea ce este echivalent cu a spune că reziduul a fost calculat doar pentru eşantionul curent; 
Ip. 2 nu există erori de modelare (adică modelul reproduce fidel evoluţia procesului 
supravegheat), devierea produsă de defect evoluează lent, cu timp de creştere cunoscut și 
decizia se poate lua pe baza mai multor eşantioane succesive, adică reziduul se calculează 
pe orizontul de timp N>1; Ip. 3 există eroare de modelare, cu densitate de probabilitate 
cunoscută, devierea produsă de defect evoluează lent, cu timp de creştere cunoscut, 
eroarea de modelare variază mai lent decât devierea produsă de defect și decizia se poate 
lua pe baza mai multor eşantioane succesive (N>1). Cea de a doua metodă constă in 
determinarea euristică a parametrilor ε și N. S-a concluzionat că analiza teoretică privind 



 
 

modalitățile de alegere a celor doi parametrii ai metodei de detecție este confirmată de 
rezultatele obținute prin tehnici euristice, din secțiunea 3.2. 

În capitolul 4 este proiectată o rețea neuronală de clasificare astfel încât să poată fi 
recunoscute defecte nete și defecte parțiale care pot aparea într-un proces de tratare a 
apelor uzate. Setul de date experimental este suficient de mare și conține date 
reprezentative pentru toate cazurile de defecte analizate. În urma antrenării, validării și 
testării rețelei neuronale se constată că se obțin rezultate bune ale ratelor de recunoaștere 
pentru toate tipurile de defecte analizate. 

În ultimul capitol, numit concluzii finale, sunt menționate contribuțiile originale ale 

tezei și sunt stabilite următoarele direcții de cercetare.  
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Capitolul 1  

Stadiul actual în detecția și diagnoza defectelor în 

procesele biotehnologice 

1.1 Generalitați privind procesele biotehnologice 

Biotehnologia este știința care studiază procesele “vii” care conțin microorganisme, 
celule sau componente celulare cu scopul de a dezvolta noi tehnologii și produse pentru a 
îmbunătăți semnificativ viața oamenilor și a contribui semnificativ la protecția mediului 
înconjurător. Legat de protecția mediului, procesele de tratare a apelor reziduale, care sunt 
în esență procese biotehnologice, dispun de tehnologii inovatoare cu ajutorul cărora se 
reduce consumul de energie și cantitatea de reziduuri din apele uzate, se protejează și 
regenerează mediul înconjurător, iar procesele industriale devin mai “curate” și mai eficiente. 

În ceea ce privește procesele de tratare a apelor uzate, acestea au rolul de a elimina 
sau reduce cantitatea de reziduuri de natură chimică sau organică din apele uzate. Epurarea 
apelor uzate se poate realiza prin mai multe tipuri de tratament: mecanic, biologic și chimic. 
Numeroși cercetători se axează pe dezvoltarea de tehnologii noi de tratare a apelor uzate, 
precum și de a crește eficiența, siguranța și mentenabilitatea celor existente prin tehnici de 
detecție și diagnoză, aplicate în special în treapta biologică. Astfel, în zilele noastre, detecția 
și diagnoza defectelor în stațiile de epurare a apelor uzate a devenit o provocare datorită 
complexității acestor sisteme. Celulele, care alcătuiesc populații de microorganisme vii, se 
dezvoltă imprevizibil, pot suferi mutații care pot afecta dezvoltarea lor și, în special, 
dinamicile de creștere, transport și propagare care sunt greu de înțeles, neliniare și variabile 
în timp. Nu în ultimul rând, aceste procese sunt afectate de zgomote de măsură și de proces, 
precum și de incertitudini parametrice și de model care creează dificultăți majore în 
modelarea matematică și controlul acestora, incluzând și problematica diagnozei. Lipsa unor 
senzori dedicați care pot să ofere informații precise în timp real, fiabilitatea scăzută a celor 
existenți și, în special, costurile prohibitive pentru utilizarea lor în aplicații industriale 
contribuie la dificultățile menționate anterior în tratarea sistemică a acestui tip de procese. În 
general, măsurătorile în bioprocese se fac prin analize de laborator, realizate off-line, ceea 
ce creează un handicap major în implementarea legilor de control automat. Astfel, 
problemele privind măsurarea on-line a concentrațiilor variabilelor de interes din bioprocese 
s-a încercat a fi surmontate prin proiectarea și utilizarea de observere de stare și parametri, 
care constituie o alternativă viabilă pentru măsurarea principalelor variabile din bioprocese. 
Principalul dezavantaj al acestei metode constă în determinarea unui model matematic cât 
mai precis al procesului.   

Literatura de specialitate recomandă o serie de modele ale proceselor de tratare a 
apelor uzate. Cele mai cunoscute sunt modelele matematice elaborate de o echipă condusă 
de profesorul Henze în cadrul IWA (Asociația Internațională a Apelor). Astfel se poate 
menționa modelul ASM1 („Activated Sludge Model 1”) [1] creat pentru îndepărtarea 
reziduurilor care conțin carbon organic și azot. Un al doilea model matematic elaborat în 
cadrul IWA este ASM2, care realizează suplimentar și îndepărtarea fosforului [2]. În ASM2, 
partea nerezolvată a fost denitrificarea PAO (organisme care acumulează fosfor). Acest lucru 
a dus la necesitatea extinderii modelului ASM2 la versiunea ASM2d. Modelul este o extensie 
a celor două modele ASM2 și ASM1, și folosește conceptele incluse în aceste modele 
matematice. ASM2d include două procese suplimentare care iau în considerare faptul că 
organismele care acumulează fosfor pot utiliza produse biologice stocate în interiorul 
celulelor pentru denitrificare. Așa cum ASM2 implică faptul că PAO va crește doar în condiții 
aerobe, ASM2d include, de asemenea, și denitrificarea PAO [3]. ASM2d constituie un model 
îmbunătățit al proceselor de tratare a apelor uzate, în special în ceea ce privește dinamica 
concentrațiilor de nitrat și fosfat. Modelul ASM3 poate estima consumul de oxigen, producția 
de nămol, nitrificarea și denitrificarea sistemelor de nămol activ.  
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În continuare, în acest capitol se prezintă un overview care se constituie într-un stadiu 
actual în ceea ce privește detecția și diagnoza defectelor în cazul proceselor de tratare a 
apelor reziduale. Sunt prezentate argumente privind importanța diagnozei defectelor, sunt 
analizate principalele tipuri de defecte, diverse metode de detecție a defectelor precum și o 
serie de tehnici de izolare a acestora. În ultima parte sunt menționate cateva rezultate 
recente din domeniul detecției și izolării defectelor în proceselele biotehnologice, cu aplicație, 
în special, pe stațiile de epurare a apelor uzate. Ultima secțiune este rezervată concluziilor. 

 

1.2 Importanța detecției și diagnozei defectelor în procesele 
biotehnologice 

Diagnoza defectelor este o problemă importantă în controlul proceselor biotehnologice 
și continuă să fie un domeniu activ de cercetare în automatica modernă. 

În cazul bioproceselor, tehnicile de diagnoză a defectelor pot fi folosite pentru a 
îmbunătăți eficiența, mentenanța și fiabilitatea acestor procese. Sesizarea timpurie a apariției 
unui defect poate să ajute la evitarea colapsului unui întreg sistem sau eventuale catastrofe 
prin măsuri de corecție, în funcție de severitatea sursei care a produs defectul. Etapele 
urmărite în cazul diagnozei defectelor sunt: 1. determinarea prezenței unui defect și 2. 
determinarea tipului și mărimii defectului [4]. Aceste etape se aplică în funcție de instalație, 
echipamente și tehnologiile folosite.  

Conform comitetului tehnic IFAC SAFE – PROCESS [5] și [6], un defect este o deviație 
nepermisă a cel puțin unei proprietăți caracteristice sau a unui parametru al sistemului de la 
condițiile normale, acceptabile, uzuale ale sistemului. Defecțiunile pot să apară în anumite 
subsisteme, de exemplu senzori și elemente de execuție. 

În general, metodele de diagnoză folosesc conceptul de redundanță, care poate fi de 
două tipuri [7] (Fig. 1.1): redundanța hardware și redundanța software. 

 

 

Fig. 1.1 - Redundanța hardware și redundanța software (analitică) aplicate pentru detectarea 
și izolarea defectelor [7] (Fault Detection and Isolation - FDI) 

 

Redundanța hardware se referă la posibilitatea de a compara semnale duplicate, 
generate de diverse surse hardware, cum ar fi rezultatul măsurătorilor aceluiași semnal 
obținut de la doi sau mai mulți senzori. Tehnicile folosite în cazul acestei abordări sunt: 
metode de procesare a semnalelor (de ex. transformata Wavelet), testarea limitelor 
(măsuratori comparate cu diverse praguri care indică prezența unei anomalii), folosirea unor 
senzori speciali (de limitare, proiectați pentru a măsura numai anumiți parametri), senzori 
amplasați în paralel pentru măsurarea aceluiași parametru sau utilizarea sistemelor expert 
(pe baza unor reguli de tipul “DACĂ … ATUNCI” pentru sesizarea unei anomalii) etc. 
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Redundanța software (analitică) folosește un model matematic al sistemului împreună 
cu alte tehnici de estimare [8], [9]. În general această abordare, nu necesită resurse 
hardware suplimentare și este, de obicei, mai eficientă din punct de vedere al costului în 
comparație cu redundanța hardware. Pe de altă parte, redundanța analitică este mai dificilă 
de implementat, deoarece trebuie să asigure un anumit grad de robustețe în prezența 
zgomotului, perturbațiilor sau erorilor de aproximare introduse de modelul matematic. Dacă 
nu se iau în considerare aceste condiții, se pot semnala alarme false în prezența variațiilor 
mărimilor de intrare sau a zgomotului. Comparând valorile estimate ale modelului analitic cu 
cele ale măsurătorilor obținute de la senzori, se pot detecta și izola defectele care apar în 
proces. Scopul este de a observa diferența dintre model și sistemul real defectat. Diferența 
dintre ieșirea reală măsurată a procesului și ieșirea estimată a modelului analitic se numește 
reziduu. Valoarea reziduului se compară cu un prag care poate fi fix sau variabil (de ex. prag 
adaptiv) în urma căruia se stabilește dacă în proces a intervenit sau nu un defect. 

În Fig. 1.2 se observă că redundanța analitică se împarte, la rândul ei, în metode de 
diagnoză care folosesc modele cantitative și calitative [4], [10] și [11]. Toate aceste metode 
de diagnoză folosesc estimatori de parametri, observere de stare, tehnici de inteligență 
artificială (rețele neuronale, algoritmii evolutivi etc.), metode hibride (modele neuro-fuzzy), 
ecuații de paritate sau clasificatori statistici pentru a detecta și izola discrepanțele dintre 
comportamentul observat al procesului și cel predictat de model. În plus, metodele de 
diagnoză care se bazează pe modele calitative (logica fuzzy, grafuri, arbori, metode de 
căutare, sisteme expert) folosesc relații de calitate între intrările și ieșirile procesului. Aceste 
relații oferă informații declarative privind starea parametrilor din proces (în general tendințele 
de variație a valorilor parametrilor). Motivația utilizării acestor modele calitative, este întărită 
de faptul că nu toate procesele și defectele pot fi descrise prin modele analitice, iar 
cunoștiințele pot fi ușor încorporate în schemele de diagnoză [13], [14] și [15]. 

  

 

Fig. 1.2 - Metode de diagnoză bazate pe model [12] 
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Capitolul 2 

Modelarea proceselor biotehnologice cu rețele neuronale 

Procesele biotehnologice sunt sisteme complexe, puternic neliniare și influențate de 
incertitudini parametrice și de model (dinamici ascunse – nemodelate). Aceste procese 
conțin microorganisme vii care pot suferi mutații afectând, în special, dinamicile de creștere, 
transport și propagare care sunt greu de înțeles, neliniare și variabile în timp. Sunt puțini 
senzori care pot să ofere informații precise, în timp real, despre dezvoltarea unei culturi de 
celule. În general, concentrațiile variabilelor biologice pot fi determinate doar prin analize de 
laborator, realizate off-line, ceea ce creează un handicap major în modelarea matematică a 
acestor procese, implementarea unor legi de control sau a unor tehnici de diagnoză. În acest 
sens, este important să fie disponibil un model cât mai precis care să aproximeze cât mai 
bine comportamentul procesului biotehnologic și cu ajutorul căruia să fie generate seturile de 
reziduuri, evaluate ulterior pentru diagnoza defectelor. În categoria bioproceselor se 
încadrează și procesele de tratare a apelor uzate, care vor face subiectul dezvoltării în 
această lucrare de doctorat a unor metode de diagnoză. 

Rețele neuronale (RNA) sunt tehnici de inteligență artificială care oferă modele de  
predicție eficiente pentru procese complexe și, de asemenea, pot fi aplicate în situații în care 
nu sunt disponibile cunoștiințe suficiente despre proces. Avantajele rețelelor neuronale 
constau în faptul că:  

- nu este necesară descrierea matematică a fenomenelor implicate în proces; 

- este necesar mai puțin timp pentru construirea modelelor față de modelele matematice 
tradiționale; 

- au o capacitatea de predicție foarte bună, cu un număr limitat de experiemente [107] – 
[110].  

S-a demonstrat, prin diverse aplicații, că rețele neuronale aproximează foarte bine 
dacă setul de date de antrenare conține exemple suficiente și numărul de neuroni din stratul 
ascuns este suficient. De asemenea, trebuie precizat faptul că modelele neuronale cu 
arhitectură feedforward sunt cel mai des utilizate în studiile recente privind modelarea 
proceselor biotehnologice [111], [112] și  [113]. 

 

2.1 Aspecte generale privind rețele neuronale 

De-a lungul timpului s-au înregistrat numeroase progrese în direcția dezvoltării 
sistemelor inteligente folosind rețele neuronale. Rețelele neuronale au fost studiate de către 
cercetători pentru a rezolva probleme din diverse domenii științifice cum ar fi: recunoașterea 
formelor, predicție, optimizare, memorare asociativă, control etc. Deși în literatura de 
specialitatea se întâlnesc diverși algorimi care utilizează rețele neuronale, aceștia nu sunt 
destul de flexibili pentru a putea funcționa în afara domeniului de aplicabilitate. 

Rețelele neuronale artificiale sunt inspirate din modelul neuronilor biologici. 
Caracteristicile pe care încearcă să le imite rețele neuronale artificiale sunt: 

- paralelismul; 

- calculul și reprezentarea distribuită; 

- capacitatea de învățare; 

- îmbunătățirea performanțelor; 

- abilitatea de a generaliza; 

- adaptibilitatea; 

- posibilitatea de a prelucra informații și a lua decizii; 
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- toleranța la erori. 

O rețea neuronală artificială este o structură de procesare a informației, formată dintr-
un număr de noduri (neuroni) interconectați prin legături. Fiecare legătură este caracterizată 
de o pondere numerică. Prin pondere se reține informația învățată de rețea iar prin ajustarea 
valorii ponderilor se instruiește rețeaua neuronală.  

Caracteristicile principale ale unei rețele neuronale sunt: 

- funcționarea (modul de calcul al ieșirii în funcție de intrare); 

- arhitectura (modul de interconectare al neuronilor); 

- antrenarea (determinarea parametrilor rețelei neuronale). 

 

2.3. Studiu de caz: Modelarea cu rețele neuronale a procesului de 
tratare a apelor uzate 
 

Demersul științific din această teză de doctorat constă în dezvoltarea unor metode de 
diagnoză a proceselor de tratare a apelor reziduale. În acest scop, s-a pornit de la un model 
matematic al unei stații de tratare pilot proiectată în universitatea noastră, în cadrul 
proiectului CEEX – MENER, Nr. 717/25.07.2006, Îmbunătățirea indicatorilor calitativi la 
tratarea biologică a apelor reziduale din industria alimentară pe baza unor sisteme de 
conducere avansată – acronim APEPUR [128], prezentată în Fig 2.22. Modelul matematic 
este cunoscut în litertura de specialitate sub numele de modelul Nejjari. Stația de tratare pilot 
a fost dimensionată pentru un debit de influent de 1 litru/h și a fost proiectată astfel încât 
rezultatele obținute în cadrul proiectului să poată fi extrapolate la o stație de dimensiuni mari. 
În faza de tratare aerobă a apei uzate, bioreactorul a fost proiectat pentru a putea prelua 
încărcări în CBO5 de până la 1700 mg/l, la raporturi ale CCO/CBO5 ≤ 2.2 și raporturi 
CBO5:N:P de 100:5:1, acești parametrii fiind asociați cu apele puternic încarcate în substanțe 
organice provenite, în cea mai mare parte, din industria alimentară. 

2.3.2 Defect apărut în cursul unui experiment realizat pe stația de 
epurare pilot din cadrul Universității “Dunărea de Jos” din Galați 

În continuare, se prezintă un defect real apărut în cursul experimentelor realizate cu 
stația de tratare pilot din Universitatea “Dunărea de Jos” din Galați. Experimentul s-a 
desfășurat pe durata a mai multor zile, o parte dintre rezultatele relevante pentru demersul 
din prezenta teză de doctorat fiind arătate în Fig. 2.24 – 2.26. Astfel, în Fig. 2.24 este trasată 
evoluția debitului de aer, în Fig. 2.25 – concentrația de oxigen dizolvat, iar în Fig. 2.26 – 
turbiditatea, mărime prin intermediul căreia se măsoară concentrația de biomasă. În figurile 
menționate se poate observa că procesul de epurare a avut o evoluție normală până la 
eșantionul 15700, după care debitul de aer măsurat cade în zero, concentrația de oxigen 
dizolvat crește excesiv iar după 750 – 800 de eșantioane are loc și o scădere substanțială a 
concentrației de biomasă. Explicația este următoarea: la momentul precizat, traductorul de 
debit de aer nu a mai furnizat valoarea măsurată (practic acesta s-a defectat). Regulatorul de 
O2 dizolvat a comandat deschiderea valvei de aer la maxim ceea ce a avut ca efect 
creșterea puternică a concentrației de oxigen dizolvat și, mai târziu, o scădere a 
concentrației de nămol. În final, s-a dovedit că, la originea defectului, a fost defectarea sursei 
de alimentare a traductorului de debit de are. După înlocuirea acesteia, procesul a revenit la 
o evoluție normală. 
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Fig. 2.24 – Evoluția debitului de aer 

 

 

Fig. 2.25 – Evoluția concentrației de oxigen dizolvat 

 

Fig. 2.26 – Evoluția turbidității 
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2.3.3 Modelul matematic al procesului de tratare biologică a apelor 
uzate 

În studiul de caz analizat în acestă secțiune se consideră o instalație de tratare a 
apelor uzate în care se face îndepărtarea biologică a substratului organic de tipul celei 
prezentate în secțiunea anterioară. Modelul procesului are patru mărimi de stare: 
biomasa,      [mg/l], concentrația substratului organic,      [mg/l], concentrația oxigenul 
dizolvat,       [mg/l] și biomasa recirculată,       [mg/l]. Modelul analizat este neliniar și are 

ca mărimi de comandă; viteza de aerare,   [    ], viteza de diluție (  = raportul dintre 
debitul de intrare al bazinului aerat și volumul acestuia      ) și viteza de recirculare a 

nămolului,  . În Fig. 2.27,     este debitul de influent care intră în bioreactorul aerat, iar      
este debitul efluentului. 

 

Fig. 2.27 - Reprezentarea sistemică a instalației care reduce materia organică în procesele 
de tratare a apelor reziduale cu nămolului activ [111] 

 

Se consideră următoarele ipoteze pentru modelul matematic al procesului analizat 
[129]: 

 regimul în care funcționează bioreactorul are                  ; 

 fluxul de recirculare al nămolului activ este proporțional cu fluxul  :       ; 

 fluxul de nămol în exces din bioreactor este proporțional cu fluxul de intrare al procesului 
( ):          

 nu există substrat sau oxigen dizolvat în fluxul recirculat de nămol activ; 

 fluxul de ieșire al bioreactorului aerat este egal cu suma dintre fluxul de intrare al 
bioreactorului și fluxul recirculat de nămol activ. 

Ținând cont de Fig. 2.27 și de cele 5 ipoteze formulate mai sus, rezultă următoarele 
ecuații diferențiale care descriu modelul matematic al procesului: 

  

  
                                     (2.15) 

  

  
  

    

 
                              (2.16) 

   

  
  

             

 
                           (           )           (2.17) 

   

  
                                                (2.18) 

         
    

       
 

     

          
      (2.19) 

  
   

 
    

   

  
      (2.20) 
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unde X(t) – concentrația biomasei, S(t) – concentrația substratului, DO(t) – concentrația 
oxigenului dizolvat, Xr(t) – concentrația biomasei recirculate,      – viteza specifică de 

creștere a biomasei,      – viteza maximă specifică de creștere a biomasei, D(t) – viteza de 
diluție, W(t) – viteza de aerare, r – viteza de recirculare, Sin – concentrația substratului 
influent, DOin – concentrația oxigenului dizolvat influent, DOsat – valoarea de saturație a 
oxigenului dizolvat, Y – coeficientul de randament, Ks – constanta de saturație a substratului, 
KDO – constanta de saturație a oxigenului dizolvat,   – viteza de transfer a oxigenului,   – 
rata nămolului în exces, Fin – fluxul inflent, V – volumul bioreactorului, Ds – viteza de diluție a 
nămolului, Vs – volumul nămolului.  

 

Fig. 2.28 - Rezultatele simulării unui proces de tratare a apelor uzate în buclă deschisă [111] 

Fig. 2.28, prezintă rezultatele simulării modelului matematic descris de ecuațiile (2.15) 
– (2.19) în buclă deschisă, pe durata raspunsului tranzitoriu, atunci când se aplică o treaptă 
pe intrarea D(t). Rezultatele simulării modelului matematic s-au obținut luând în considerare 
următoarele valori ale parametrilor de intrare:     = 0.11[h-1], Ks = 0.18[g∙L-1], KDO = 0.2 [g∙L-

1], Y = 0.67, DOsat = 8 [mg∙L-1],   = 0.0033 [L-1], r = 1;   = 0.2, V = 35 [L], Vs = 6 [L], D = 0.025 
[h-1], W = 5 [L∙min-1], Sin = 0.8 [g∙L-1], DOin = 2 [mg∙ L-1] și a condițiilor inițiale: X(0) = 0.5 [mg∙ 
L-1], S(0) = 0.8 [mg∙ L-1], DO(0) = 2 [mg∙ L-1], Xr(0) = 0 [mg∙ L-1]. 

 

2.3.4 Modelarea cu rețele neuronale a procesului de tratare biologică a 
apelor uzate 

Rețelele neuronale reprezintă un instrument foarte puternic pentru predicție, control și 
modelarea proceselor și, în particular, al proceselor de tratare a apelor reziduale biologice 
[130, 131]. Obiectivul principal al acestui capitol este de a dezvolta un model neuronal care 
să poată fi utilizat pentru diagnoza unui proces biologic de tratare a apelor uzate în care se 
înlătură reziduurile de carbon organic.  

În Fig. 2.33 este prezentată structura rețelei neuronale proiectată cu ajutorul 

programului Matlab. Se pot observa cele 8 variabile de intrare, (intrările  ,  ,  ,     și ieșirile 
întârziate cu un pas de eșantionare,          ). Valoarea concentrației de oxigen dizolvat 

din influent este considerată constantă (       ). De asemenea, sunt suficienți 4 neuroni 
în stratul ascuns, ținând cont de performanța antrenării și abilitatea de generalizare a rețelei 
(testată pe parcursul etapei de validare). 
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Fig. 2.33 - Structura rețelei neuronale artificiale de aproximare a modelului neliniar de 
tratare a apelor uzate 

 
Pentru antrenare, s-a utilizat algoritmul de învățare, Levenberg – Marquardt (trainlm – 

funcția de transfer neuronală din Matlab), de asemenea cunoscut și sub denumirea de 
“damped least-squares method” [135]. Această metodă este, conform cu [133], mult mai 
eficientă în cazul sistemelor neliniare chiar dacă consumă mai multă memorie a 
calculatorului. Pasul final validează rețeaua neuronală folosind seturi independente de date 
obținute prin simularea modelului procesului cu intrări de date reprezentative. 

 

2.3.5 Rezultatele antrenării rețelei neuronale 

Pentru instruire, s-au pregătit două seturi de date. Setul de date de intrare este o 
matrice             care conține valorile curente ale ieșirilor ( ,          ), ale variabilelor de 
comandă (       ) și perturbației     . Setul de date “țintă” este o matrice             care 

conține valorile ieșirilor, înainte cu un pas de eșantionare, față de cele din matricea  . 

Comenzile Matlab folosite în proiectarea algoritmului de modelare cu rețele neuronale 
artificiale sunt: newff, train și sim.  

 

Fig. 2.36 – Concentrația de biomasă,   (roșu – ieșirea obținută din simularea modelului 
analitic și albastru – ieșirea din aproximarea cu rețeaua neuronală) 
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Fig. 2.37 – Concentrația de substrat organic, S (roșu – ieșirea obținută din simularea 
modelului analitic și albastru – ieșirea din aproximarea cu rețeaua neuronală) 

 

Fig. 2.38 – Concentrația de oxigen dizolvat,    (roșu – ieșirea obținută din simularea 
modelului analitic și albastru – ieșirea din aproximarea cu rețeaua neuronală) 

 

Fig. 2.39 – Concentrația de biomasă recirculată,    (roșu – ieșirea obținută din simularea 
modelului analitic și albastru – ieșirea din aproximarea cu rețeaua neuronală) 
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Fig. 2.40 - Eroarea medie patratică obținută în urma instruirii rețelei neuronale 

2.3.6 Rezultatele validării rețelei neuronale 

Pentru etapa de validare a fost pregătit un set de date distinct. Rezultatele validării sunt 
prezentate în Fig. 2.43 – 2.46. Acestea indică o capacitate bună de generalizare a rețelei 
neuronale, întrucât ieșirile acesteia urmăresc îndeaproape ieșirile modelului original.  

 

 Fig. 2.43 - Rezultatul validării pentru concentrația de biomasă,   (albastru – rezultatul din 
simularea modelului analitic, roșu – rezultatul din aproximarea cu rețeaua neuronală) 

Erorile de modelare nu sunt relevante pentru proces deoarece sunt în vecinatatea 
valorii 0 (starea de “washout” a bioreactorului), care nu ar trebui să apară în timpul 
exploatării normale. Deviația rețelei în această zonă este produsă de lipsa de date suficiente 
de instruire în intervalul respectiv. 
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Fig. 2.44 - Rezultatul validării pentru concentrația de substrat,   (albastru – rezultatul din 
simularea modelului analitic, roșu – rezultatul din aproximarea cu rețeaua neuronală) 

 

Fig. 2.45 - Rezultatul validării pentru concentrația de oxigen dizolvat,    (albastru – 
rezultatul din simularea modelului analitic, roșu – rezultatul din aproximarea cu rețeaua 

neuronală) [111] 
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Fig. 2.46 - Rezultatul vălidarii pentru concentrația de biomasă recirculată,    (albastru – 
rezultatul din simularea modelului analitic, roșu – rezultatul din aproximarea cu rețeaua 

neuronală) [111] 
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Capitolul 3  

Contribuții privind detecția defectelor în procesele 

biotehnologice 

3.1 Probleme curente privind detecția defectelor 

Actualmente, detectarea defectelor în stațiile de epurare a apelor uzate a devenit o 
provocare pentru specialiști datorită complexității acestor procese. În acest context, numeroși 
cercetători au contribuit la dezvoltarea diferitelor metode de detectare a defectelor, dar și la 
îmbunătățirea celor existente [136], [137], [138], [139], [140] și [141]. 

Modelele bazate pe date, cum ar fi rețelele neuronale sau tehnicile fuzzy, oferă un 
instrument puternic și rapid de calcul pentru tratarea problemelor de detecție. Tehnicile de 
prelucrare a semnalelor pentru detectarea defectelor pot fi folosite pentru observarea 
schimbărilor în semnale provenite fie direct din măsurători, fie din reziduuri rezultate în urma 
altor tehnici de detectare a defectelor [147].  

Procesele de epurare a apelor uzate sunt sisteme foarte complexe care pot fi afectate 
de diverse perturbații și zgomote în timpul funcționării normale, fiind susceptibile la apariția a 
diferite defecte care compromit funcționarea corectă a acestora. Defectele care pot afecta 
funcționarea unui WWTP (WasteWater Treatment Process) pot fi: mecanice/electrice 
(defecte ale echipamentului din cauza unor probleme mecanice sau electrice), de natură 
fizico-chimică (pH-ul, oxigenul dizolvat sau concentrațiile altor substanțe chimice 
necunoscute modificate), biologice (biomasa a fost afectată – de ex. prin contaminare) sau 
operaționale (datorită lipsei de personal instruit).  

3.2 Detecția defectelor cu rețele neuronale aplicată la o stație de 

epurare a apelor uzate 

În această secțiune se propune o metodă de detecție a defectelor bazată pe modelul 
neuronal al unui proces de tratare a apelor reziduale descris în capitolul 2. În esenţă, fiecare 
mărime de ieşire, măsurabilă, este supravegheată de un automat, care trebuie să decidă 
dacă a apărut un defect. În acest scop, este folosit un model fidel al procesului 
supravegheat, în cazul acesta un model neuronal, despre care se presupune că furnizează 
aceeaşi evoluţie a mărimilor de ieşire, ca şi ieşirile din proces, dacă i se aplică aceleaşi valori 
ale mărimilor de intrare (aspectele privitoare la faptul că nu toate mărimile de intrare sunt 
măsurabile nu este discutat aici).  

3.2.1 Stabilirea condițiilor de alegere a parametrilor algoritmului de 
detecție a defectelor 

Parametrii algoritmului de decizie a automatului sunt: valoarea pragului de decizie şi 
numărul de eşantioane pe care se calculează reziduul, respectiv ε şi N. În cele ce urmează, 
sunt calculate probabilităţile menţionate şi întârzierea deciziei, astfel încât, pe baza lor, să fie 
aleasă o funcţie obiectiv eficace. Funcţia obiectiv şi procedura de alegere a parametrilor 
(respectiv ε şi N) se bazează pe teoria deciziei statistice.  

Asadar se realizează o analiză teoretică în care se consideră trei ipoteze, după cum 
urmează: Ip. 1 nu există erori de modelare (er(k)=0, adică modelul reproduce fidel evoluţia 
procesului supravegheat), dacă există defect, se presupune că devierea produsă de acesta 
a ajuns în regim staţionar în timp foarte scurt (cîteva perioade de eşantionare), decizia 
trebuie luată rapid, numai pe baza eşantionului curent, deci N=1, ceea ce este echivalent cu 
a spune că reziduul a fost calculat doar pentru eşantionul curent; Ip. 2 nu există erori de 
modelare (adică modelul reproduce fidel evoluţia procesului supravegheat), devierea 
produsă de defect evoluează lent, cu timp de creştere cunoscut și decizia se poate lua pe 
baza mai multor eşantioane succesive, adică reziduul se calculează pe orizontul de timp 
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N>1; Ip. 3 există eroare de modelare, cu densitate de probabilitate cunoscută, devierea 
produsă de defect evoluează lent, cu timp de creştere cunoscut, eroarea de modelare 
variază mai lent decât devierea produsă de defect și decizia se poate lua pe baza mai multor 
eşantioane succesive (N>1). 

Comentariu asupra alegerii funcţiei reziduu, folosite în algoritmul de decizie 

Referitor la definirea funcţiei reziduu, folosite pentru detecţia defectelor, în această 
secţiune am studiat trei variante, prezentate în (3.24), (3.25), (3.26).  
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Pentru a pune în evidenţă diferenţa dintre cele trei variante de calcul al reziduului, Fig. 
(3.12) conţine trei grafice, pentru cele trei variante de reziduu, calculat pe N = 20 eşantioane. 
Acesta este motivul pentru care, dacă valorile aşteptate ale devierii şi erorii de modelare sunt 
mari, comparativ cu nivelul zgomotului, cele trei variante ale reziduului vor determina 
rezultate similare, deci se poate afirma că sunt echivalente. Dacă, dimpotrivă, devierea 
aşteptată este mică, faţă de nivelul zgomotului, reziduul cel mai avantajos este R1. 

 

 

Fig. 3.12 - Variaţia celor trei variante de reziduu, cu valoarea devierii A 

 

În continuare, ținând cont de analiza de mai sus, s-a optat pentru varianta 3 de 

calcul al reziduurilor în cazul procesului de tratare biologică a apelor uzate, variantă în care 

reziduurile sunt calculate ca medie a pătratelor abaterilor. 

 

3.2.2 Schema de detecție a defectelor cu rețea neuronală 

În această secțiune se propune implementarea metodei de detecție a defectelor pe 
baza calculului reziduurilor. Pentru a testa sistemul de detecție a defectelor, sunt simulate 
diverse defecte folosind modelul analitic al procesului. Se consideră următoarele situații 
posibile: 

1. defecte nete ale echipamentelor de câmp din proces (elemente de execuție și 
traductoare); 

2. defecte parțiale ele echipamentelor menționate la punctul 1; 
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3. defecte care apar ca urmare a unor stări nefavorabile ale culturii de micro-organisme (de 
ex.: șoc toxic sau contaminare), care conduc nămolul la o stare neviabilă. 

Schema generală de detecție a defectelor este prezentată în figura de mai jos: 

 

Fig. 3.13 - Schema generală de detecție a defectelor  

 

3.2.3 Validarea metodei de detecție a defectelor cu rețea neuronală prin 
simulări numerice 

În această secțiune se prezintă o serie de simulări numerice pentru a analiza efectul 

parametrilor   și ɛ asupra performanței metodei (defecte nesemnalate sau alarme false) şi 
vitezei de detecţie (durata de alarmare privind prezența unui defect). Trebuie menționat 
faptul că perioada de eșantionare s-a ales astfel:          , procesul fiind foarte lent. 

1. Prezența unor defecte nete ale echipamentelor de câmp 

a) Defect al pompei de recirculare 

Pentru simularea unui defect net al pompei de recirculare se consideră că valoarea 
parametrului     pe intervalul    [         ]). În Fig. 3.15 se observă abaterile de pe 

fiecare ieșire a procesului în momentul apariției defectului. 

 

Fig. 3.15 - Abaterile ieșirilor           datorate defectării pompei de recirculare (   ) pe 

intervalul [         ] eșantioane 
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În continuare, se obțin reziduurile pentru fiecare mărime de ieșire a procesului, pentru 

următoarele valori ale lui N [eșantioane]:                    . În Fig. 3.17 se 
arată obține valoarea reziduului atunci când     . 

 

Fig. 3.17 - Reziduul,  , obținut în cazul defectării pompei de recirculare pentru      

 

b) Defect net al traductorului de măsură a concentrației de biomasă  

Un defect net a traductorului de biomasă poate fi simulat prin faptul că biomasa 
măsurată a procesului     (instalația de tratare a intrat în starea de “washout”). În Fig. 3.20 
se prezintă abaterile obținute pentru simularea acestui tip de defect, care se consideră că 
apare în proces pe o anumită perioadă de timp, și anume, între eșantioanele 4300 și 5400. 

 

Fig. 3.20 - Abaterile ieșirilor           datorate defectării traductorului de biomasă (   ) 
pe intervalul [         ] eșantioane 
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Fig. 3.22 - Reziduul,  , obținut în cazul defectării traductorului de biomasă pentru      

Calculul reziduului este realizat și pentru celelalte valori ale lui N [eșantioane]:      
         . 

 
2. Prezența unor defecte parțiale (25%) ale echipamentelor de câmp 

a) Defect parțial a pompei de alimentare cu influent (25% din capacitatea totală) 

În continuare, se analizează un defect parțial al pompei de alimentare atunci când 
aceasta funcționează la 25% din capacitatea totală pe intervalul    [         ]). În Fig. 

3.25 se obțin abaterile produse de funcționarea la capacitatea de 25% a acestui echipament. 

 

 

Fig. 3.25 - Abaterile ieșirilor           datorate defectării parțiale a pompei de alimentare 

(funcționare la 25% din capacitatea totală) pe intervalul [         ] eșantioane 
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Fig. 3.27 - Reziduul,  , obținut în cazul defectării parțiale a pompei de alimentare 

(funcționare la 25% din capacitatea totală) pentru      

Mai departe se obține reziduul și pentru celelalte valori ale lui N [eșantioane]:      
         . 

 
3. Prezența unui defect datorat unui șoc toxic suferit de cultura de micro-organisme 

Defectul datorat unui șoc toxic suferit de cultura de microorganisme a fost simulat prin 
scăderea la jumatate a valorii vitezei de creștere a biomasei,     , pe intervalul    

[         ]).  

 

Fig. 3.30 - Abaterile ieșirilor           datorate defectului de toxicitate (       pe intervalul 

[         ] eșantioane) 
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Fig. 3.32 - Reziduul,  , obținut în cazul defectului de toxicitate pentru      

În toate cazurile de defecte analizate anterior, se alege pentru parametrul N valoarea 

     , ceea ce corespunde cu analiza criteriile de alegere a parametrilor metodei de 
detecție din secțiunea 3.2.1.  

Pragul de sensibilitate,  , este ales pentru fiecare ieșire în parte:             , 

            ,         ,    
        . 

a). Detecție defect net al pompei de recirculare 

 

Fig. 3.35 - Defect simulat pe perioada [         ] eșantioane 

 

Fig. 3.36 - Generare alarmă pe ieșirea  , în cazul defectării pompei de recirculare (detecție 

defect pe perioada [         ] eșantioane) 
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Fig. 3.37 - Generare alarmă pe ieșirea  , în cazul defectării pompei de recirculare (detecție 

defect pe perioada [         ] eșantioane) 

 

Fig. 3.38 - Generare alarmă pe ieșirea   , în cazul defectării pompei de recirculare (detecție 

defect pe perioada [         ] eșantioane) 

 

Fig. 3.39 - Generare alarmă pe ieșirea   , în cazul defectării pompei de recirculare (detecție 

defect pe perioada [         ] eșantioane) 

 

Fig. 3.40 - Generare alarmă cu funcția SAU în cazul defectării pompei de recirculare 

(detecție defect pe perioada [         ] eșantioane, după     , detecție practic instantanee 
a defectului) 

 
Detecția este realizată pentru toate tipurile de defecte analizate anterior. În simulările 

realizate s-a reușit detectarea corectă a fiecarui defect care a intervenit în proces, cu o 
întarziere de cel mult    . Cel mai bun rezultat al algoritmului de detecție a fost obținut în 
cazul defectării pompei de recirculare, detectarea defectului fiind practic instantanee.  
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3.3 Detecția defectelor cu filtrul Kalman extins aplicată la o stație 

de epurare a apelor uzate 

În această secțiune, se propune, față de metoda de detecție cu rețea neuronală, când 
toate mărimile de ieșire ale procesului au fost considerate măsurabile, o metodă de detecție 
a defectelor bazată pe modelul matematic analitic al procesului de tratare la care se adaugă 
un filtru Kalman pentru determinarea unor variabile de stare nemăsurabile direct.  

În Fig. 3.59 sunt prezentate rezultatele estimării stării procesului utilizând filtrul Kalman 
extins.  

 

Fig. 3.59 - Estimarea stării utilizând filtrul Kalman extins (roșu – ieșirile procesului, negru – 
estimarea acestora) 

3.3.3 Schema de detecție a defectelor cu filtrul Kalman extins 

În Fig. 3.60 este prezentată schema de detecție a defectelor folosită pentru generarea 
reziduurilor. Mărimea de intrare      este considerată constantă.  

 

Fig. 3.60 - Schema de detecție cu filtrul Kalman extins 
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3.3.5 Validarea metodei de detecție cu filtrul Kalman extins prin simulări 
numerice 

În această etapă se reiau anumite tipuri de defecte simulate în secțiunea 3.2.3 și se 
testează noua metodă de detecție propusă pentru situația în care se utilizează un filtru 
Kalman.  

1. Prezența unor defecte nete ale echipamentelor de camp 

a) Defect net al pompei de recirculare  

 

 

Fig. 3.62 - Abaterile ieșirilor          , datorate defectării pompei de recirculare (   ) pe 
intervalul [         ] eșantioane 

 
Fig. 3.63 - Reziduul,  , obținut în cazul defectării pompei de recirculare atunci când 

parametrul      
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Aceași procedură de calcul a reziduului este realizată și pentru            

 
b) Defect net al traductorului de măsură a concentrației de biomasă 

 

 

Fig. 3.66 - Abaterile ieșirilor          , datorate defectării traductorului de biomasă (    – 

defect net) pe intervalul [         ] eșantioane 

 

 

Fig. 3.67 - Reziduul,  , obținut în cazul defectării traductorului de biomasă atunci când 

parametrul      

Se reia calculul reziduului și pentru cazul în care            
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2. Prezența unor defecte parțiale (25%) ale echipamentelor de camp 

a) Defect parțial al pompei de alimentare (25% din capacitatea totală) 

Se consideră cazul când pompa de alimentare funcționează la o capacitate de maxim 

de 25% din capacitatea totală pe perioada    [         ]. În Fig. 3.70 se obțin abaterile 
ieșirilor          .  

 

Fig. 3.70 - Abaterile ieșirilor          , datorate defectării parțiale a pompei de alimentare 
(funcționare la 25% din capacitatea totală) pe intervalul [         ] eșantioane 

 

Fig. 3.71 - Reziduul,  , obținut în cazul defectării parțiale a pompei de alimentare atunci 

când parametrul      

Pe baza rezultatelor simulărilor obținute în toate cazurile de defecte considerate mai 
sus (metoda de detecție care utilizează filtrul Kalman), se recomandă alegerea următoarelor 
valori pentru parametrii metodei de detecție: 
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a)      eșantioane; 

b) Pragul de sensibilitate,  , pentru fiecare ieșire este dat de valorile:            , 

           ,        ,    
       . 

În continuare, se realizează detecția pentru toate tipurile de defecte analizate. Pentru 
exemplificare se va arăta rezultatul detecției doar pentru defectul net al pompei de 
recirculare. Aceasta reprezintă cazul în care se obține cel mai bun rezultat al detecției, și 
anume, după aproximativ     .  

 

a).Detecție defect net al pompei de recirculare 

 

Fig. 3.74 - Defect simulat pe perioada de [         ] eșantioane 

 

Fig. 3.75 - Generare alarmă pe ieșirea  , în cazul defectării pompei de recirculare (detecție 

defect pe perioadele [         ] [         ] eșantioane) 

 

Fig. 3.76 - Generare alarmă pe ieșirea  , în cazul defectării pompei de recirculare (detecție 
defect pe perioadele [         ] [         ] eșantioane) 

 

Fig. 3.77 - Generare alarmă pe ieșirea   , în cazul defectării pompei de recirculare (detecție 

defect pe perioada [         ] eșantioane) 
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Fig. 3.78 - Generare alarmă pe ieșirea   , în cazul defectării pompei de recirculare (detecție 

defect pe perioada [         ] eșantioane) 

 

Fig. 3.79 - Generare alarmă cu funcția SAU în cazul defectării pompei de recirculare 
(detecție defect pe perioada [         ] eșantioane, după       ) 
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Capitolul 4  

Izolarea defectelor folosind rețele neuronale 

4.1 Probleme curente în izolarea defectelor 

Izolarea defectelor reprezintă o etapă importantă în proiectarea sistemelor de diagnoză 
a defectelor (FDI – Fault Detection and Isolation). Prin izolare se înțelege determinarea 
tipului de defect, stabilirea locului producerii și a momentului detecției acestuia în procesul 
analizat. Astfel, componentele defectate trebuie să fie înlocuite sau “izolate" cât mai curând 
posibil, pentru a evita propagarea defectului în întregul proces biotehnologic. Cu toate 
acestea, metodele clasice de diagnoză utilizate în stațiile de epurare a apelor uzate nu s-au 
dovedit a fi foarte eficiente pentru a controla funcționarea și dinamica internă a proceselor. 
Prin urmare, nu este surprinzător faptul că există o creștere a numărului de lucrări în care 
sunt prezentate diverse tehnici avansate de izolare a defectelor. 

Acestea pot fi împărțite în trei categorii principale: metode bazate pe cunoștințe, 
metode bazate pe modele analitice și metode de recunoaștere a formelor. Fiecare dintre ele 
reprezintă o combinație a unui anumit tip de cunoaștere a priori și prezintă diverse avantaje 
și limitări pentru o aplicație particulară sau a unui anumit proces studiat [152], [153]. 

Metodele de recunoaștere a formelor pot fi statistice [154], [155] (clasificatori 
parametrici sau neparametrici) sau determinste (rețele neuronale de clasificare). Acestea 
folosesc informații privind istoricul proceselor, iar avantajul lor principal îl constituie 
performanțele lor în timp real, facilitatea achiziției de cunoștințe și aplicabilitatea acestora 
într-o varietate mare de sisteme. Pe de altă parte, acestea prezintă limitări în ceea ce 
privește capacitatea de generalizare în afara domeniului de antrenare și întâmpină dificultăți 
în identificarea defectelor multiple. 

Una dintre aceste metodologii, și anume aceea care utilizează rețele neuronale 
artificiale, și-a demonstrat capabilitățile în ceea ce privește modelarea, controlul și diagnoza 
sistemelor complexe prin prelucrarea de date incomplete sau incerte [111], [134], [157] – 
[160]. Cu toate acestea, s-a acordat mai puțină atenție aplicării lor în scopul detecției, izolării 
și supravegherii defectelor din sistemele biotehnologice. 

 

4.2 Metodă de recunoaștere a defectelor cu rețele neuronale într-o 
stație de epurare a apelor uzate  

În această secțiune se descrie o metodă de recunoaștere cu rețele neuronale pentru a 
clasifica defectele care pot să apară într-o stație de epurare a apelor uzate. Procesul de 
tratare a apelor uzate este prezentat în detaliu în secțiunea 2.3.3 din capitolul 2. Conform cu 
[161], tratarea apelor uzate este un proces complex, în care senzorii și echipamentele 
funcționează în condiții dure, și, adesea, există întârzieri destul de mari privind răspunsul 
variabilelor la perturbații. Trebuie menționat faptul că izolarea defectelor s-a făcut numai 
pentru defectele echipamentelor de câmp (traductoare și elemente de execuție, defecte nete 
și partiale), nu și pentru defecte care țin de natura procesului de tratare (proces biotehnologic 
foarte complex), așa cum s-a arătat în capitolul 3 – defect datorat unui șoc toxic în cultura de 
microorganisme.   

 

4.2.1 Schema de diagnoză a defectelor 

După cum se observă în schema de diagnoză (Fig. 4.1) a defectelor propusă în 
această secțiune, intrările rețelei neuronale artificiale de recunoaștere a patternurilor 
defectelor sunt: variabilele de intrare (           ), variabilele de ieșire (         ) și 
istoricul pe ultimele 10 eșantioane al acestora. La ieșire se obține rezultatul recunoașterii 
fiecărui caz de defect considerat. 
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Fig. 4.1 - Schema de diagnoză a defectelor 

 

4.2.2 Proiectarea rețelei neuronale de recunoaștere a defectelor 

Pentru izolarea defectelor se proiectează o rețea neuronală artificială feedforward cu 
rol de clasificator. Etapele de proiectare ale rețelei neuronale artificiale pentru recunoașterea 
defectelor sunt similare cu cele din secțiunea 2.3.4, din capitolul 2.  

Funcția de activare este sigmoid (logsig) pentru stratul ascuns și stratul de ieșire (cu 
valorile la ieșire de 0 și 1). Pentru antrenarea rețelei se utilizează un algoritm de antrenare 
de tip Backpropagation, bazat pe o metodă de minimizare de tip gradient conjugat (funcția 
din Matlab - trainscg), de asemenea cunoscută și sub denumirea de “Scaled conjugate 
gradient backpropagation”. Funcția de performanță aleasă pentru procesul de antrenare este 
eroarea medie patratică (MSE – Mean Square Error).  

 

Fig. 4.2 - Structura rețelei neuronale artificiale de recunoaștere a defectelor din procesul de 
tratare a apelor uzate 

Pentru instruirea rețelei neuronale, setul de date de intrare este o matrice   de 
dimenisiuni 90 x 10889. Fiecare coloană reprezintă un exemplu care conține 90 de valori:  
variabilele de intrare (           ), variabilele de ieșire (         ) și istoricul pe ultimele 
10 eșantioane al acestora. Pentru instruire, sunt considerate în total 7623 de exemple, adică 
70% din numărul total de exemple din setul de intrare. Datele sunt obținute prin simularea 
numerică a modelului analitic. 

Setul de date de la ieșire este o matrice T de dimensiuni 7 x 10889 (7 clase distincte). 
Fiecare coloană este un vector coloană de 7 elemente care conține valori de 0 și 1, astfel:  

                  - Vectorul aparține clasei 1 (funcționare normală); 

                  - Vectorul aparține clasei 2 (defect al pompei de recirculare); 

                   - Vectorul aparține clasei 3 (defect al pompei de alimentare); 

                  - Vectorul aparține clasei 4 (defect al pompei de exces de nămol); 

                   - Vectorul aparține clasei 5 (defect al traductorului de biomasă); 

                  - Vectorul aparține clasei 6 (defect al traductorului de oxigen dizolvat); 

                  - Vectorul aparține clasei 7 (defect parțial al pompei de alimentare). 

file:///C:/Users/mimi/Desktop/Teza%20DOC/trainscg
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Tabelul 4.1 - Distribuția pe clase a numărului de exemple din setul de date de instruire, 
validare și testare 

Seturi 
de date 

Clasa 
1 

Clasa 
2 

Clasa 
3 

Clasa 
4 
 

Clasa 
5 
 

Clasa 
6 
 

Clasa 
7 

Total 

Set de 
intrare 

4289 1091 1100 1100 1100 1100 1109 10889 
(100%) 

Instruire 3019 753 760 763 771 779 778 7623 
 (70%) 

Validare 637 165 170 163 161 154 183 1633 
(15%) 

Testare 633 173 170 174 168 167 148 1633 
(15%) 

 

 

Fig. 4.4 - Evoluția erorii MSE pe durata instruirii 

4.2.3 Rezultatele instruirii, testării și validării rețelei neuronale 

În urma instruirii rețelei neuronale se obține matricea de confuzie din Fig. 4.5: 

 

Fig. 4.5 - Matricea de confuzie pentru setul de antrenare a rețelei neuronale 
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Procentul de recunoaștere corectă a celor 7 clase este de 97.2% iar procentul de 
recunoaștere incorectă este de 2.8%. 

Tabelul 4.2 - Procentele de recunoaștere pentru antrenarea rețelei neuronale 

Clasa Nr. de exemple TP [%] FP [%] TN [%] FN [%] 

1 3019 98.75 1.25 100 0 

2 753 100 0 97.43 2.57 

3 760 100 0 100 0 

4 763 89.91 10.09 99.53 0.47 

5 771 95.53 4.47 99.98 0.02 

6 779 99.87 0.13 99.98 0.02 

7 778 92.94 7.06 99.98 0.02 

 
Din tabelul 4.2 rezultă că s-au obținut cele mai bune procente de recunoaștere pentru 

clasa 3 și clasa 6, având procente foarte bune de recunoaștere true (clasa 3:        , 

       ; clasa 6:          ,          ) și valori mici pentru procentele de 
recunoaștere false (clasa 3:                  ; clasa 6:               ). 

Validarea rețelei neuronale - matricea de confuzie din Fig. 4.6: 

 

Fig. 4.6 - Matricea de confuzie pentru setul de validare a rețelei neuronale 

Procentul de recunoaștere corectă a celor 7 clase este de 97.4% iar procentul de 
recunoaștere incorectă este de 2.6%. 

Tabelul 4.3 - Procentele de recunoaștere pentru validarea rețelei neuronale 

Clasa Nr. de exemple TP [%] FP [%] TN [%] FN [%] 

1 637 98.91 1.09 100 0 

2 165 98.49 1.51 97.73 2.27 

3 170 100 0 100 0 

4 163 92.81 7.19 99.45 0.55 

5 161 95.26 4.74 100 0 

6 154 98.71 1.29 100 0 

7 183 94.32 5.68 100 0 

 

Din tabelul 4.3 rezultă că s-au obținut cele mai bune procente de recunoaștere pentru 
clasa 1 și clasa 3.  
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Testarea rețelei neuronale - matricea de confuzie din Fig. 4.7: 

 

Fig. 4.7 - Matricea de confuzie pentru setul de testare a rețelei neuronale 

Din tabelul 4.4 rezultă că s-au obținut cele mai bune procente de recunoaștere pentru 
clasa 3 și clasa 6.   

Tabelul 4.4 - Procentele de recunoaștere pentru testarea rețelei neuronale 

Clasa Nr. de exemple TP [%] FP [%] TN [%] FN [%] 

1 633 99.21 0.79 99.89 0.01 

2 173 100 0 97.72 2.28 

3 170 100 0 100 0 

4 174 88.94 11.06 99.65 0.35 

5 168 96.55 3.45 100 0 

6 167 100 0 100 0 

7 148 92.94 7.06 99.79 0.21 

 

Analiza globală pe întreg setul de date de intrare: 

Din matricea de confuzie din Fig. 4.8 reiese ca rețeaua neuronală clasifică corect 
datele în cele 7 clase, în proporție de 97.2%. 

 

Fig. 4.8 - Matricea de confuzie pentru întregul set de intrare 
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Analiza pe baza curbelor ROC (“Receiver Operating Characteristic” – caracteristica de 
funcționare a receptorului) 

 

     Fig. 4.9 - Curba ROC pentru setul de                      Fig. 4.10 - Curba ROC pentru setul de 

                   7623 date de antrenare                                                1633 date de validare 

                                                                                                                                                                   

 

Fig. 4.11 - Curba ROC pentru setul de 1633 date de test 

 

Din curbele ROC reiese că rata de recunoaștere cea mai scăzută se înregistrează 
pentru clasa 2 și clasa 4. În rest, se observă că pentru celelalte clase se obține o precizie de 
recunoaștere foarte bună, mai ales pentru clasele 1, 3 și 6.  
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Concluzii finale 

 

Odată cu creșterea gradului de poluare și dezvoltarea societății moderne din ultimii 
ani, folosirea proceselor biotehnologice a devenit vitală pentru durabilitatea și protecția 
mediului înconjurător. În zilele de astăzi, prevenirea poluării, minimizarea deșeurilor în 
activitățile industriale, urbane și agricole, precum și încurajarea procesului de reciclare, au 
devenit prioritare. Tehnologiile folosite în domeniul biotehnologiei sunt multiple dar unele din 
cele mai des întalnite sunt procesele de tratare a apelor uzate care au un rol determinant în 
reducerea cantităților de materii organice și solide aflate în suspensie în apă, prin tratamente 
adecvate pentru a purifica apa înainte de a fi deversată în orice receptor (mare, râu, lac 
etc.). 

Așadar, pe lângă metodele de monitorizare și control, diagnoza defectelor a devenit 
din ce în ce mai importantă pentru a realiza o funcționare robustă și eficientă din punct de 
vedere al utilizării resurselor instalațiilor de tratare a apelor uzate. Procesele de epurare a 
apelor uzate sunt sisteme foarte complexe care pot fi afectate de diverse perturbații și 
zgomote în timpul funcționării normale, fiind susceptibile la apariția diferitelor defecte care 
pot compromite funcționarea corectă a acestora. Defectele care se pot produce într-o stație 
de tratare a apelor uzate sunt: mecanice/electrice (defecte ale echipamentului din cauza 
unor probleme mecanice sau electrice), chimice (pH-ul, oxigenul dizolvat sau concentrațiile 
altor substanțe chimice necunoscute modificate), biologice (biomasa a fost afectată – de ex. 
contaminată) sau operaționale (datorită lipsei de personal instruit). Funcționarea corectă a 
senzorilor și a elementelor de execuție este importantă pentru controlul eficient al acestor 
procese din punct de vedere al performanțelor de tratare și al utilizării resurselor energetice. 
O funcționare robustă și performantă necesită un control automat care, la rândul său, are 
nevoie de o funcționare fiabilă și precisă a senzorilor care transmit informații corecte din 
proces. Dacă sistemul de automatizare foloseşte traductoare sau elemente de execuţie 
defecte, se ajunge rapid la pierdere de resurse (materie primă şi energie) sau la devierea 
procesului, pînă la ieşirea din funcţiune.  

În prezenta teză de doctorat, se propune, în primul rând, o metodă de modelare cu 
rețele neuronale a unui proces de tratare a apelor uzate cu nămol activ. Modelul neuronal 
este util pentru predicția ieșirilor procesului. Avantajul folosirii acestei metode constă în 
faptul că, pentru a obţine o capacitate de predicţie foarte bună, nu sunt necesare cunoştinţe 
anterioare, cu privire la modelul matematic al procesului, ci se folosesc doar datele 
înregistrate în proces. Dezavantajul este că volumul de date necesar este foarte mare. Ele 
trebuie să caracterizeze procesul în toate regimurile de funcţionare în care va fi exploatat 
modelul. 

De asemenea, s-au implementat două metode de detecție a defectelor bazate pe 
model, pentru un proces de epurare a apelor uzate cu nămol activ. Sunt analizate două 
situații: 1. mărimile de ieșire ale procesului sunt considerate măsurabile și 2. unele dintre 
mărimile de ieșire ale procesului sunt nemăsurabile. Prima metodă foloseşte o reţea 
neuronală ca model, pentru predicţia ieşirilor procesului, în condiţii de funcţionare normală. 
Detecţia se realizează pe baza reziduurilor, calculate ca mediile pătratelor abaterilor între 
ieşirile procesului şi cele ale reţelei neuronale. Cea de a doua metodă de detecție folosește 
un filtru Kalman extins pentru estimarea ieșirilor care nu sunt măsurabile. În funcție de 
valorile reziduurilor se stabilește dacă a aparut un defect în proces. În cazul fiecărei metode 
se fac recomandări specifice privind procedura de configurare a parametriilor metodelor de 
detecție, în așa fel încât să se reducă numărul de alarme false, să se îmbunătățească timpul 
de detecție și să funcționeze chiar și în situația în care procesul este puternic afectat de 
zgomot. Alegerea parametrilor de detecție (pragul de sensibilitate la defect şi orizontul pe 
care se calculează reziduurile) s-a realizat prin două abordări: una teroretică, bazată pe 
teoria deciziei statistice, fiind analizate trei ipoteze, și a doua, bazată pe metode euristice. 
Validarea metodelor de detecție s-a realizat prin simulări numerice, analizând diferite tipuri 
de defecte nete și parţiale ale elementelor de execuție sau ale traductoarelor, inclusiv 
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defecte care se datorează unor evoluții nefavorabile, din punct de vedere metabolic sau 
biochimic, pentru procesul de tratare. În simulările realizate s-a reușit detectarea corectă a 
fiecarui defect care a intervenit în proces, obținându-se rezultate foarte bune, comparativ cu 
alte studii. 

Pe partea de izolare a defectelor, s-a realizat un algoritm de recunoaștere a unor 
defecte care pot apărea într-un proces de tratare a apelor uzate, folosind o rețea neuronală 
cu rol de clasificator. Primul pas a constat în colectarea datelor prin simulări numerice pentru 
construirea seturilor de date necesare antrenării, testării și validării algoritmului de 
recunoaștere. A fost necesar un set de date experimentale suficient de mare care să conțină 
date reprezentative pentru toate cazurile de defecte analizate, astfel încât rețeaua neuronală 
să aibă o rată de recunoaştere corectă foarte bună. Pentru izolarea defectelor s-a constatat 
că este suficient să se proiecteze o rețea neuronală artificială feedforward. Din rezultatele 
obţinute, a rezultat că reţeaua neuronală are o rată a clasificării corecte, mediată pe toate 
cazurile considerate, de 97,2%. 

Contribuții originale ale tezei de doctorat 

În cadrul tezei de doctorat s-au realizat următoarele contribuții originale: 

1. Determinarea unui model neuronal de tip feedforward care aproximează funcționarea 
unui proces de tratare a apelor uzate. 

2. Analiza unei stații de epurare biologică a apelor uzate de laborator și a posibilelor 
defecte hardware caracteristice proceselor de tratare a apelor uzate. 

3. Realizarea unei analize teoretice privind alegerea parametrilor algoritmilor de detecție 
(pragul de sensibilitate, ε, şi orizontul de calcul al reziduurilor, N), analiză bazată pe 
teoria deciziei statistice. 

4. Implementarea unei metode de detecție a defectelor într-o stație de tratare a apelor 
uzate, folosind o reţea neuronală ca model, pentru predicţia ieşirilor procesului, în 
condiţii de funcţionare normală (fără defecte). În acest caz, se consideră că toate 
mărimile de ieșire ale procesului sunt măsurabile. Reziduurile se generează pe baza 
comparaţiei dintre ieşirile măsurate şi ieşirile predictorului. Procedura de alegere a 
parametrilor automatului de detecţie urmăreşte maximizarea performanţei (sensibilitate 
mare la defect, timp de detecţie mic, evitarea alarmelor false). 

5. Validarea metodei de detecție cu rețea neuronală prin simulări numerice pentru diferite 
tipuri de defecte nete și parțiale ale elementelor de execuție sau traductoarelor, 
precum și pentru un defect care se datorează evoluției procesului de tratare, din punct 
de vedere al metabolismului nămolului din stația de tratare. 

6. Implementarea unui algoritm de detecție a defectelor cu filtrul Kalman extins, aplicat la 
o stație de epurare a apelor uzate. Se presupune că sunt măsurabile doar două 
mărimi de stare (concentrația de biomasă și cea de oxigen dizolvat), celelalte două 
fiind estimate folosind filtrul Kalman extins. Se aplică principiul generării reziduurilor 
pentru detecția defectelor din proces. 

7. Determinarea, pe cale euristică, a parametrilor algoritmului de detecție, astfel încât să 
se obțină rezultate bune ale detecției.  

8. Validarea metodei de detecție cu filtru Kalman extins, prin simulări numerice, pentru 
diferite cazuri de defecte nete și parțiale, care pot apărea în procesul studiat. 

9. Realizarea unui algoritm de recunoaștere (izolare) a defectelor nete și parțiale ale 
elementelor de execuţie și ale traductoarelor, într-un proces de tratare a apelor uzate, 
folosind rețele neuronale de clasificare. 

10. Configurarea parametrilor, instruirea, testarea și validarea rețelei neuronale cu rol de 
clasificator, astfel încât să se obțină performanţe foarte bune de recunoaştere a 
defectelor, pentru toate cazurile de defecte (nete și parțiale) considerate. 
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11. Analiza performanțelor unui clasificator de defecte în cazul particular al stației de 
tratare a apelor uzate pentru îndepărtarea substanțelor organice pe baza matricilor 
de confuzie.  

Direcții viitoare de cercetare 

Având în vedere rezultatele obținute în cadrul acestei teze de doctorat, cercetările se 
pot extinde în următoarele direcții: 

 Îmbunătățirea erorii de predicție a modelului neuronal care descrie funcționarea unei 
stații de tratare a apelor uzate. 

 Extinderea metodei de detecție cu filtru Kalman extins și a metodei de detecție cu rețea 
neuronală și pentru alte tipuri de defecte. 

 Îmbunătățirea rezultatelor obținute în cazul metodei de recunoaștere a defectelor cu 
rețea neuronală într-o stație de epurare a apelor uzate, prin mărirea setului de 
antrenare, și astfel, extinderea domeniului de aplicabilitate. 

 Reluarea cercetărilor din teza de doctorat pentru procese de tratare mult mai complexe, 
care îndepărtează azotul și compuși ai acestuia, precum și fosforul din apa uzată. 

 Aplicarea metodelor de detecție și recunoaștere în cadrul altor procese biotehnologice. 

Diseminarea rezultatelor 

Rezultatele cercetărilor din cadrul studiilor doctorale au fost prezentate în următoarele 
articole publicate: 

1. Mihaela Miron, Laurentiu Frangu, George Ifrim, Sergiu Caraman, “Modeling of a 
Wastewater Treatment Process Using Neural Networks”, 20th International Conference 
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